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INTRODUCCION



JUSTIFICACION

Durante el periodo de gestacion, una mujer puede presentar diversas complicaciones
relacionadas a comorbilidades perinatales, por ejemplo, Preeclampsia, Macrosomia,
Bajo Peso o Diabetes gestacional, que en el peor de los casos pueden poner en riesgo
la vida de la madre o del neonato (Esparza et al., 2018). El monitoreo y diagndstico
oportuno de alteraciones metabdlicas o clinicas pueden evitar el desarrollo de

escenarios adversos asociados con estas comorbilidades perinatales.

Estas comorbilidades han sido asociadas a factores de riesgo tales como exceso de
peso materno, caracteristicas sociodemograficas, nutricionales, incluso genéticas, sin
embargo, la mayoria de los estudios en los cuales se intenta determinar cuales son
los factores determinantes para cada patologia, normalmente se abordan la
asociacion de variables en modelos de regresion logistica univariada, pero no desde

la perspectiva de interaccion multivariable, (Akhtar et al., 2018).

Segun Martinez et al.,(2015), un embarazo de alto riesgo es aquel en el que existen
probabilidades de muerte por parte de algun integrante del binomio o en su defecto el
desarrollar alguna enfermedad. Segun la Organizacion Mundial de la Salud (OMS),
una mujer embarazada en un pais en vias de desarrollo tiene 100 a 200 veces mas

riesgo de morir que una mujer en un pais desarrollado.

En la actualidad el uso de herramientas tecnoldgicas, como los algoritmos de
aprendizaje automatico o redes neuronales, podrian ser implementados en la
prediccion de comorbilidades, realizando analisis a los principales factores de riesgo
usando combinaciones multivariable para desarrollar herramientas tecnologicas de

apoyo en la practica clinica del personal médico, (Kumru et el., 2016).

En este trabajo de investigacién se plantea el uso de algoritmos de aprendizaje
automatico y de plataformas disponibles de software para el proceso de datos, en la
construccion de algoritmos predictores de morbimortalidad perinatal, asi como el

disefio de herramientas tecnoldgicas de bajo costo y elevada utilidad para

profesionales del sector salud.



ALCANCES

Se obtendra una metodologia como herramienta auxiliar en la determinacion de los
factores de riesgo asociados con la morbilidad perinatal, a través de la implementacién

de inteligencia artificial.

OBJETIVOS

Objetivo General

Modelar datos de mujeres con embarazos de alto riesgo usando algoritmos de
aprendizaje automatico, para identificar las combinaciones de factores asociados al

riesgo de presentar comorbilidad perinatal.

Objetivos Especificos:

1.- Identificar los principales factores de riesgo reportados en el estado del arte

2.- Comparar el rendimiento de diferentes clasificadores usando combinaciones
de factores de riesgo

3.- Implementar el mejor clasificador en una aplicaciéon del tipo prospectiva

4.- Realizar pilotajes con nuevos datos, para de validar la herramienta



CAPITULO I. MARCO TEORICO E HIPOTESIS

Los habitos alimenticios de la poblacidn mexicana se caracterizan por el consumo de
una dieta rica en grasas y en azucares, que aunado a factores sociodemograficos que
colocan a la poblacion en desigualdad de oportunidad, posicionan a México como uno

de los paises con mayor obesidad en el mundo (Romo et al., 2017).

Se tienen registros que alrededor del 90 % de los casos de diabetes tipo 2 (DT2) se
relacionan a la obesidad, siendo la prevalencia y la incidencia de casos mayor en la
poblacién femenina en rangos de edad reproductiva, mujeres que en estado de
gestacion resulta complejo mantener un peso o ganancia de peso adecuado (Hamann,
2017).

1.1 Periodo de gestacion y riesgo de diabetes gestacional

El periodo de gestacidn es una etapa de desafio en la vida de las mujeres, puesto que
pone a prueba su cuerpo para adaptarse a uno o varios cambios que se presentan.
Estos cambios van desde aumento de la circulacién sanguinea, mayor esfuerzo
muscular e inclusive un cambio en la estructura ésea. Todos estos cambios
representan dificultades si no estan preparadas adecuadamente. No sélo el estado
fisico cambia sino también el estado animico, un aumento del estrés, la ansiedad, etc.,
son respuestas que deben atenderse (Nereu et al., 2016). Segun Nava et al., (2011),
el embarazo es considerado por su naturaleza un estado diabetogénico e iniciarlo con
problemas de sobrepeso u obesidad origina un aumento a la resistencia de la insulina,
lo que ocasiona agotamiento de la capacidad de las células 3 para secretar la insulina
requerida por este proceso, y aumenta considerablemente el riesgo de desarrollar otro

tipo de comorbilidades.

Una de las principales comorbilidades en el embarazo es la diabetes gestacional (DG);
comunmente, la diabetes es considerada una enfermedad cronica que aparece
cuando el pancreas no puede producir suficiente insulina, una hormona clave en el
proceso de regular la concentracion de glucosa en la sangre, por lo que la baja
capacidad para responder a la insulina o su producciéon conduce a hiperglicemia
(OMS, 2016).



Sin embargo, la diabetes gestacional refiere al estado hiperglicémico que se reconoce
por primera vez durante el embarazo, y que puede o no revertirse posterior al parto
(Carriel, 2017). La desaparicion de la DG post parto se lograra mayormente en
aquellas mujeres que siguen las recomendaciones de los especialistas. Sin embargo,
la presencia de diabetes en el embarazo representa mayores riesgos durante o
después del parto para el binomio madre-neonato en comparacion con un embarazo
normal (OMS, 2016). Las comorbilidades que se pueden presentar son muerte
materna, preeclampsia, sangrado mayor a 400mL, EHE, ébito, SDR, macrosomia y
bajo peso neonatal (Zaragoza et al., 2017, en proceso de publicacion). Es por ello la
importancia de un diagnéstico y seguimiento oportuno. Otras investigaciones afirman
que la diabetes gestacional afecta entre el 3-6 % de las mujeres gestantes (Carriel,
2017). Este mismo autor apoya la hipotesis de que el diagndstico oportuno es vital
para darle un seguimiento y tratar de mantener los niveles de glucosa dentro del rango

aceptable.

Existen diferentes factores de riesgo que pueden desencadenar en diabetes
gestacional, estos van desde sobre peso, obesidad, antecedentes familiares, habitos
alimenticios, habitos de higiene, la edad en la que se presenta el periodo de gestacion
y los embarazos previos, entre otros (Trujillo, 2016). El tratamiento a seguir en las
mujeres que han sido diagnosticadas con diabetes gestacional es cuidar su
alimentacién, asi como hacer ejercicio, con el objetivo de regular sus niveles de
glucosa en sangre, y de acuerdo a las guias del tratamiento de la diabetes, el
tratamiento con metformina o insulina puede ser necesario, aunque es importante

considerar los efectos adversos relacionados al tratamiento (Trujillo, 2016).

Diversos autores estan de acuerdo en que la diabetes gestacional es un padecimiento
para tomar serias consideraciones, que de no hacerlas conlleva a poner en peligro la
vida de la madre o del neonato durante el periodo de gestacion o durante el parto y
existe suficiente informacion para afirmar que afecta la salud del binomio aun después

del parto.



1.2 Estados Hipertensivos del Embarazolos estados hipertensivos del embarazo
(EHE) son una de las complicaciones con mayor repercusion en la salud materna, y
continuan siendo una de las cuatro primeras causas de mortalidad en la mujer
embarazada, tanto en paises desarrollados como en vias de desarrollo. Son la
principal causa de morbilidad potencialmente grave, generalmente transitoria, pero
con riesgo de secuelas permanentes como las alteraciones neurologicas, hepaticas,
hematoldgicas o renales (Gonzalez et al., 2013). Un estado hipertensivo, se
diagnostica cuando las cifras tensionales estan por encima de 140/90mm de Hg, a
partir de la semana 20 de gestacion, en una paciente previamente normotensa, sin

proteinuria (Huarte et al., 2009).

Los trastornos hipertensivos en el embarazo han recibido diferentes denominaciones,
como toxemia gravidica, gestosis e hipertension gestacional (Beltran et al., 2014). La
EHE es una entidad compleja y multisistémica, diversos modelos han intentado
explicar su patogénesis. Una de la hipotesis postula que se debe a una respuesta
inmune de la madre, ante el estimulo alogénico del feto y la reduccién de perfusion de
oxigeno placentario por vasoespasmo arterial, provocando una invasion anormal de
tejido trofoblastico en la pared uterina, en la semana 12-13 de gestacion (Beltran et
al., 2014). Segun la guia rapida publicada por el Instituto Mexicano del Seguro Social

(2017) la enfermedad hipertensiva del embarazo se clasifica en:

» Hipertension Preexistente
Con condicion co-morbida
Con evidencia de Preeclampsia
» Hipertension Gestacional
Con condicion co-morbida
» Preeclampsia
Preeclampsia con datos de severidad
Efecto hipertensivo transitorio

Efecto hipertensivo de “la bata blanca’

Efecto hipertensivo enmascarado

1.3 Preeclampsia



La preeclampsia es uno de los trastornos hipertensivos del embarazo que representa
elevados indices de mortalidad materna en paises en vias de desarrollo y se
caracteriza por presentar una presion arterial igual o superior a 160/110 mm Hg, y
sintomas como cefalea, visién borrosa, fosfenos, dolor en el flanco derecho, vomito,
proteinuria (Beltran et al., 2014), incluso edema, que aparece después de la semana

20 de gestacion (Barrera et al., 2013).

La preeclampsia es considerada una enfermedad grave; que puede evolucionar a
eclampsia, sindrome de HELLP y finalmente la muerte (Camacho et al., 2015). Se
estima que la preeclampsia afecta entre el 3-7% de todas las gestaciones,
principalmente en los paises en vias de desarrollo, en los cuales ocasiona el 15% de
las muertes maternas en comparacion con los paises industrializados (Valdivia 2016).
Si bien la muerte neonatal es una de las principales complicaciones asociadas a
preeclampsia, también pueden ocurrir nacimientos pretérminos, restricciones en el
crecimiento fetal y muerte materna (Rodriguez, 2017), siendo esta la de mayor

impacto en salud.

La preeclampsia es un problema de salud a nivel mundial, sin embargo, los paises en
vias de desarrollo son los mayormente afectados. Un estudio realizado en Peru
reportd que la preeclampsia es una de las principales causas (40 a 60%) de
desprendimientos de la placenta (Nufiez, 2017). En la misma poblacién se encontrd
que de los hijos nacidos de madres con preeclampsia severa, sindrome de HELLP y
eclampsia, 21.4% fueron prematuros, 28% tuvieron bajo peso al nacer y el 31% fue
pequefio en funcion de su edad gestacional. En México, de acuerdo a la OMS, entre
el 10 y el 14% de las embarazadas sufre preeclampsia, con una tasa de decesos de
4 mil muertes maternas y 20 mil de neonatos cada afo, lo que la convierte en la

primera causa de muerte materna, muerte fetal u ébito en el pais.

Si bien la preeclampsia es un padecimiento comun del embarazo, en presencia de DG
puede ser de mayor riesgo. En un estudio realizado en el Hospital de la Madre y el
Nifo en la ciudad de Chilpancingo Guerrero, México, un grupo de 96 mujeres con DG,
atendidas en el afo 2015, se encontré una prevalencia de preeclampsia de 11.5%

(Zaragoza et al., 2017).



1.4 Obito

El Obito ha sido definido por la OMS como la muerte del producto dentro del vientre
de la madre, antes de que éste sea expulsado o extraido de su gestante, o al momento
de la labor de parto por alguna circunstancia que involucre muchas veces al equipo
que realiza la tarea de asistencia obstétrica a la madre (Moreno, 2016). El 6bito afecta
a 3,6 millones de familias a nivel mundial, las mujeres son las mas afectadas cuando
sucede 6bito en su embarazo (Diaz, 2017). El 6bito es una de las mas devastadoras
circunstancias, tanto para la madre como para los especialistas que atienden el caso
(Moreno, 2016). Segun Diaz (2017), uno de los factores a los cuales se relaciona el
obito fetal es a la disminucion o ausencia del flujo sanguineo hacia el utero, o se debe

a que la placenta se ha desprendido de manera anticipada.

Huerta et al. (2017), en un estudio llevado a cabo entre los afos 2014 y 2015 en el
Instituto Mexicano del Seguro Social, en el Hospital General Regional No.17 de
Quintana, Roo, reportaron que de 7170 partos, 43 casos fueron 6bito, la mayoria con
edad gestacional pretérmino (33.614.7 semanas), esto es que seis de cada 1000
nacidos vivos terminan en muerte fetal y que ademas la poblacién de mujeres con una

edad superior a 35 afios es considerada de alto riesgo para muerte fetal.

Si se considera la tasa de muerte fetal a nivel nacional, en México, ésta representa el
18.5 y 20.8 por 1000 nacidos vivos. La muerte fetal conocida como 6bito, presenta
dificultad de aceptacién en el diagnéstico, siendo traumatica tanto para la madre,
como para la familia y el obstetra, quien debe tomar decisiones inmediatas con
adecuada comunicacion posterior al diagnéstico. El porcentaje de muertes fetales sin
aparente explicacion ronda entre el 21 al 50%. En la actualidad ni con la autopsia, o
el examen histolégico del cordon umbilical, placenta o membranas, logran identificar
la causa del deceso (Huerta et al., 2017). El 6bito representa un escenario

completamente desbastador, y muchas pueden ser prevenibles.

1.5 Sindrome de Deficiencia Respiratoria
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El sindrome de deficiencia respiratoria (SDR), también conocido como distrés
respiratorio, es causa de mas de la mitad de las condiciones patologicas del recién
nacido. La dificultad respiratoria se diagnostica clinicamente por la presencia de al
menos dos de los siguientes criterios: cuando la frecuencia respiratoria es > 60/min,
las retracciones (subcostal, xifoides esternal e intercostal), ensanchamiento de las

alas de la nariz, estridor espiratorio y cianosis (Contreras, 2017).

Segun Quiroga (2014), el SDR, también conocido como enfermedad de la membrana
hialina (EMH), es una de las patologias respiratorias mas comunes entre los recién
nacidos, mas preocupante en aquellos neonatos nacidos a pretérmino. Es causada
por la carencia de surfactante, la inmadurez de la estructura anatémica pulmonar y
por la incapacidad de mantener una respiracion efectiva. Se tienen registros de SDR
a comienzos del siglo XX, cuando fue descrito por primera vez por Hochheim para
representar el liquido amnidtico que era aspirado; los obstetras de la época, asi como
los pediatras vieron con asombro estas observaciones de los especialistas, pero no
fue hasta 1950 cuando se logré distinguir un patrén reticulogranular en la atelectasia
neonatal generalizada en los recién nacidos que aspiraban liquido amnidtico. Con los
trabajos de Clements y Brown(agregar ano) se comenzo a demostrar que la baja
tensién superficial en los pulmones era indispensable para que éstos desempefaran

adecuadamente sus funciones (Quiroga, 2014).

En 1959, con los trabajos de Avery y Mead, se comprendi6 completamente la
importancia de los hallazgos. En su trabajo “Surface properties in relation to atelectasis
and hyaline membrane disease”, dieron evidencia contundente de que los pulmones
de los neonatos con SDR carecian de un material en el alvéolo, el cual es la sustancia
(surfactante pulmonar) responsable de la baja tensién superficial (Quiroga, 2014). El
SDR es un trastorno de desarrollo que comienza luego del nacimiento en neonatos
nacidos a pretérmino, con pulmones inmaduros incapaces de secretar surfactante, se
categoriza como una enfermedad compleja y ademas por atelectasias alveolares
difusas en el pulmdn, causada principalmente por la carencia de surfactante (Quiroga,
2014).

Las patologias respiratorias son muy frecuentes en los neonatos y representan las

principales causas de morbilidad y mortalidad, entre el 2 y 3% de los recién nacidos a
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término y en los nacidos en pretérmino representan el 20%. Cuando un feto es
pretérmino, si no fallece puede presentar diferentes incapacidades que perjudican la
calidad de vida del nifio (Poma, 2017).

1.6 Macrosomia

La importancia de la clasificacién de los neonatos al nacer radica en determinar el
nivel de cuidado segun el riesgo de mortalidad y morbilidad neonatal, esto se hace
segun la relacion entre el peso y la edad gestacional (Zavala, 2009). La macrosomia
es el término usado para describir a un neonato con peso excesivo (Gonzales, 2012),
segun Zaragoza et al. (2017) un neonato presenta macrosomia cuando su peso es
igual o mayor a 4,000 g, aunque Ramas (2013), expresa que de acuerdo a diversos
autores estan la definicidn mas acertada es aquella que considera la edad gestacional
del feto y el peso neonatal por arriba del percentil 90. La macrosomia neonatal le
depara al individuo un futuro complicado a que son candidatos para padecer diversas

complicaciones de salud relacionadas al sobrepeso y diabetes en la vida adulta.

En México la macrosomia presenta aproximadamente una prevalencia de 5.4% de los
nacimientos, y se asocia factores de riesgo demograficos, fisioldgicos, metabdlicos,
incluso genéticos (Garcia et al., 2016. Entre los factores maternos que influyen para
que un neonato presente macrosomia, sobresalen el sobrepeso preconcepcional, la
presencia de diabetes gestacional, la estatura materna y edad de la madre, inclusive

ser multipara y tener antecedentes de neonatos macrosémicos (Avila, 2013).

La macrosomia no es facil de detectar durante el embarazo, a través del ultrasonido
se podria detectar un trastorno como éste, sin embargo, para tener buenos resultados
en el ultrasonido se requiere personal capacitado para realizarlo. Cuando un feto es
diagnosticado con macrosomia, éste puede presentar complicaciones durante el
parto, que van desde hemorragias obstétricas en la madre hasta impacto de la cabeza
fetal y distocia de hombros entre otros (Garcia et al., 2016). Sin embargo, no sélo el
exceso de peso neonatal representa un factor relacionado a la morbilidad perinatal
sino también el bajo peso.

1.7 Bajo Peso Neonatal
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La Asociacion Americana de Pediatria y la OMS establecen que un neonato presenta
bajo peso cuando éste es <2,500 g (Zaragoza et al., 2017; Daza et al., 2009). Los
neonatos que presentan bajo peso tienen hasta 5 veces mas probabilidades de
fallecer entre el mes y el primer afio de vida, en comparacién con los recién nacidos,
con peso dentro del rango normal (Flores, 2018), por lo que al nacer el peso constituye
uno de los indicadores mas utiles para evaluar los resultados de la atencion prenatal
(Flores, 2018).

Daza et al. (2009), también documentan que los recién nacidos que presentan bajo
peso tienen mayores probabilidades de perecer durante los primeros meses de vida;
estos investigadores documentaron que las probabilidades son de 5 a 30 veces mas
que un nifo nacido con peso normal. Otros autores refuerzan la hipotesis de que el
bajo peso al nacer es un estado delicado. Alvarez (2001), en su trabajo “Repercusion
de los Factores de Riesgo en el Bajo Peso al Nacer”, documenté que la mortalidad
durante el primer afio de vida es 14 veces mayor en niflos con antecedentes de bajo
peso neonatal con respecto a los que nacen a término y con peso normal. Algunos
factores de riesgo asociados al bajo peso del recién nacido son: IMC materno = a 27
kg/m?, edad gestacional pretérmino, exposicion a humo/polvos, mala higiene, alta
concentracion de colesterol, edad materna = a 35 anos entre otros (Zaragoza et al.,
(2017). Sin embargo, la prediccion de alguno de estos eventos relacionados al

embarazo a pesar de conocer multiples factores de riesgo representa un reto.

1.8 Mineria de datos usando métodos de clasificacion

La mineria de datos es un procedimiento que se aplica a cantidades grandes de datos
no triviales con el objetivo de encontrar patrones de comportamiento dentro de ese
conjunto de datos. La mineria de datos abarca todo un conjunto de técnicas; mediante
los modelos extraidos se aborda la solucion a problemas de prediccion, clasificacion
y segmentacion (Corso, 2009). Puede visualizarse también como un proceso analitico,
disenado para explorar grandes cantidades de datos, con el objetivo de encontrar
relaciones entre las diferentes variables, para aplicarlas a nuevos conjuntos de datos
(Martinez, 2003).

La mineria de datos nacio por la idea de aprovechar la gran cantidad de datos que se

generan en el comercio, la banca o la sanidad, pero también por la potencia de las
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nuevas computadoras para poder realizar un analisis sobre esos datos (Vallejo et al.,
2018). Surgid a principios de los 80’s en los Estados Unidos de Norte América, como
una necesidad de su administracion hacendaria para detectar fraudes en la omision y
evasion de pago de impuestos, haciendo uso de légica difusa, y técnicas de

reconocimiento de patrones (Vallejo et al., 2018).

La mineria de datos o como suele llamarse “data mining” es un conjunto de técnicas
que hace uso de las tecnologias actuales, con el propdsito de encontrar patrones de
comportamiento repetitivo, tendencias o reglas en el set de datos no trivial, esto es de
manera automatica (Hernandez, 2017). Segun Corso et al., (2014) la mineria de datos
se define como el proceso de exploracion y fundamentalmente el analisis, usando
medios automaticos o semiautomaticos para poder manejar grandes volumenes de
informacion, teniendo como objetivo extraer conocimiento, éste puede darse de

manera relacional, en patrones o reglas que son inferidas del conjunto de datos.

Cada conjunto de datos contiene sus propios requisitos, esto es que la técnica para
procesar un set de datos A, puede no ser la misma para procesar un conjunto de datos
B, por lo tanto, el analista debe conocer bien la naturaleza de los datos y establecer
criterios basados en la literatura existente para ese conjunto de datos (Corso et al.,
2014). Vallejo et al., (2018), documentan que la mineria de datos es un proceso a
través del cual se puede identificar informacion relevante extraida de grandes
volumenes de datos, con el proposito de descubrir patrones y tendencias
estructurando la informaciéon obtenida. La mineria de datos contempla el
procesamiento de grandes volumenes de informacion, estos datos pueden ser de
diversas naturalezas, Los modelos que se pueden generar a través de la mineria de

datos pueden ser de tipo predictivo o descriptivo (Corso et al., 2014).

Los modelos predictivos tienen como objetivo estimar valores futuros o desconocidos
de variables de interés, las cuales se denominan variables objetivo o dependientes,
usando otras variables. Los modelos descriptivos tratan de identificar
comportamientos que expliquen o resuman los datos, éstos ultimos sirven para
explorar las propiedades de los datos examinados, no para predecir nuevos datos,
esta es la diferencia principal (Corso et al., 2014).
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Existen otros tipos de técnicas importantes en la mineria de datos, éstas son técnicas
de agrupamiento y técnicas de asociacion. La primera es una técnica de analisis
exploratorio de datos que se utiliza principalmente para resolver problemas de
clasificacion. Consiste en ordenar objetos en grupos, de tal manera que el grado de
similitud entre los miembros del mismo grupo sea mas fuerte que el de los miembros
de grupos diferentes. En las técnicas de asociacion, se dice que se utilizan
principalmente para buscar, entre el conjunto de datos, reglas que revelan la
naturaleza de las relaciones o asociaciones entre datos de las entidades (Corso et al.,

2014). En la figura 1.1 se muestran las principales técnicas de mineria de datos.

7 REGRESION Y SERIES TEMPORALES

* ANALISIS DISCRIMINANTES

7 TECNlCAS * METODOS BAYASIANOS
PREDICTIVAS <

* ALGORITMOS GENETICOS

* ARBOLES DE DECISION

MINERIA < \.* REDES NEURONALES

DE DATOS

* CLUSTERING Y SEGMENTACION

* ESCALAMIENTO

TECNICAS ¢ *REGLAS DE ASOCIACION Y DEPENDENCIA

\\ DESCRIPTIVAS

* ANALISIS EXPLORATORIO

\.* REDUCCION DE LA DIMENSION

Figura 1.1 Tipos de técnicas de mineria de datos

Entre las etapas del proceso de mineria de datos resalta la seleccion del conjunto de
datos a procesar, la seleccion del algoritmo o conjunto de éstos, el entrenamiento con
una porcién del conjunto de datos, la aplicacion, la interpretacién a los resultados y al

final la aplicacion que se le dé a las variables resultantes.

1.9 WEKA
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El acrénimo Weka (del inglés Waikato Environment for Knowledge Analysis), es un
software desarrollado por la Universidad Waikato en Nueva Zelanda en el afio de
1993, fue desarrollado en el lenguaje de programacion java, con el propésito de ser

una herramienta en el proceso de mineria de datos.

Weka contiene una amplia coleccion de algoritmos para realizar analisis de datos y
modelado predictivo, y no sélo eso, contiene diversas herramientas que permiten ver
la estructura de los datos, mezclar algoritmos y permite encontrar las variables que
mas peso aportan durante el proceso de clasificacion. Esto se logra con la herramienta
de seleccion de atributos. Estas son sélo algunas de la mucha herramienta que ofrece
este software con licencia GPL, que puede ser utilizado sin infringir en alguna falta

administrativa (Hernandez, 2017).

Weka es una coleccion de algoritmos de aprendizaje automatico y herramientas de
mineria de datos, fue disenado para hacer pruebas rapidas y efectivas a grandes
volumenes de datos, ofrece amplio soporte para procesos completos con datos
experimentales, eso incluye esquemas de visualizacion de datos de entrada y salida.
Weka contiene una interfaz grafica amigable e intuitiva que permite ser usado aun
cuando no se es experto en el uso de este software. Como ya se menciond, Weka
contiene diversas herramientas que permiten procesar grandes cantidades de datos
de diferente naturaleza. También permite hacer uso de herramientas de filtrado de
datos, trabajar con clases desbalanceadas y con ausencia de datos en instancias del
archivo arff (del inglés, Attribute-Relation File Format ), (Frank et al., 2016). En la figura

1.2 se muestra la interfaz principal de Weka al cargar un conjunto de datos.
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Figura 1.2 Ventana principal del software Weka

Weka utiliza un tipo de archivo como formato nativo, sin embargo, permite utilizar otro
tipo de archivos, como lo son los archivos CSV (del inglés comma-separated values).
El archivo “arff” contiene una estructura definida y es la que se sigue cuando se
estructura un archivo para ser procesado en Weka. En las figuras 1.3 y 1.4 se
muestran la apariencia que toma un archivo “arrf’, cuando éste ya esta listo para ser

procesado.
Cabecera del archivo: La cabecera del archivo incluye la definicion del nombre de la
relacion de datos que contiene el archivo, éste debe ser de tipo cadena, el formato

correcto que sigue es el siguiente:

@relation <nombre_de_la_relacion> <tipo_de_dato> Ver figura 1.3
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Figura 1.3. Cabecera de un archivo “arff’

Tipo de datos: Es el apartado en el cual se declaran el tipo de atributos que contendra
el archivo, asi como el nombre de la variable que se utilizara durante el proceso, tiene

el siguiente formato:

@attribute <nombre-del-atributo> <tipo>

El tipo de dato que se pueden utilizar son, de tipo numérico, entero, tipo fecha, tipo
cadena y enumerado, ver figura 1.4y 1.5.

tCat eal
vo [ contiajoresy, s Lnta Jodess)

Figura 1.4 estructura central de un archivo “arff’

Brelation "NIIDTNENA woeks, Flitecs, unsupervised. Lnatesce. Lnagefiiter . ColosLayoutrilter -0C: \\Progrem Files)\veks 3.7
PEhrary st U

web > sed sttribute. Resove K1
)
"
2l
"
al
ol

"Cabecera del archivo

getiribnts IMCat "l

hl‘lpo de datos
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ManYest = Dhwidihs - Lo a1 Cul - L

Figura 1.5. Cabecera, los tipos de datos y la sintaxis de un archivo arff
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Seccion de datos: En esta seccion se colocan todos los valores que conforman el
universo de datos a procesar, la cantidad de elementos debe coincidir con el total de
atributos declarados en el apartado anterior, de lo contrario indicara un error. La clase
a la que pertenece el registro siempre se declara al final del mismo registro, ver figura
1.6

h Inicio de datos

Figura 1.6. Entrada de los datos y el espacio que ocupan los datos

1.10 Clasificadores

Existen dos tipos de clasificadores para trabajar con mineria de datos Hernandez
(2017); clasificacion supervisada y clasificacidon no supervisada; en la clasificacion
supervisada, parte del universo de los datos se conoce la clase a que pertenece y se
ocupa un set de entrenamiento o conjunto de aprendizaje, este tipo de clasificacion es
la que ha sido ampliamente aplicada a diversos ambitos, entre ellos en el cuidado de

la salud para el diagnéstico de enfermedades por citar un ejemplo (Corso, 2009).

Otros autores escriben que en los clasificadores supervisados se tiene un
conocimiento a priori y para la tarea de clasificar un objeto dentro de una categoria o
clase es necesario contar con modelos ya clasificados, es decir, objetos agrupados
que tienen similitudes. En este tipo de clasificadores se pueden diferenciar dos tipos
de fases; en la primera se tiene un conjunto de elementos para entrenamiento o

aprendizaje y otro para realizar una prueba o test de validacién de lo aprendido por el
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clasificador, con toda esta informacién se construye un modelo o regla general para la

clasificacion (Hernandez, 2017).

En clasificacion no supervisada, se tiene un conjunto de datos descrito por un conjunto
de caracteristicas propias de los datos, sin conocer a que clase pertenece cada uno
de ellos (Corso, 2009). Para los clasificadores no supervisados no se cuenta con
conocimiento previo, por lo que se tiene un area de entrenamiento disponible para la
clasificacion o comunmente llamada clustering, también en la clasificacion no
supervisada se cuenta con objetos o muestras que presentan un conjunto de
caracteristicas de las cuales se desconoce a qué clase o categoria pertenecen,
entonces, en eso radica el propodsito de descubrir grupos de objetos que tengan

caracteristicas similares (Hernandez, 2017).

En la figura 1.7 se enlistan los clasificadores supervisados mas usados

* MultilayerPerceptron

(' * REDES NEURONALES

* RBFNetwork

* BayesNet

CLASIFICADORES < * REDES BAYESIANAS * Bayes Simple Estimator

SUPERVISADOS

* Naive-Bayes

*Jas

\' ARBOLES DE DECISION < *LMT

* RandomForest

Figura 1.7. Principales clasificadores supervisados

Existe una gran cantidad de clasificadores contenidos en el software Weka. Haciendo
uso del software y dependiendo de la naturaleza del conjunto de datos a procesar, se
puede elegir el que mejor se desempefie. A continuacién, se describen algunos de los
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clasificadores que pueden ser utilizados en Weka (Hernandez, 2017). En la tabla 1.1

se describen los principales tipos de clasificadores.

Tabla 1.1 Descripcion de los principales tipos de clasificadores supervisados (Hernandez, 2017).

Nombre Descripcion Clasificador

Inspirado en el comportamiento de las neuronas en el

- MultilayerPerceptron
cerebro humano, una red neuronal es utilizada para y P

Redes : :
reconocer patrones de comportamiento, esto incluye
neuronales . . . .
imagenes, manuscritos y secuencias de tiempo, es RBFNetwork
capaz de aprender y mejorar su desempefio.
Este tipo de clasificacibn son una representacion BayesNet
Redes grafica de las dependencias para el razonamiento Bayes Simple Estimador
bayesianas pirobalistica, en este caso los nodos son variables NaiveBayesMultinomialUpdateable
aleatorias y los arcos representan dependencia directa .
entre las variables. Naive-Bayes
J48
s unto d dici | ivad LMT
on un conjunto de condiciones o reglas organizadas RandomForest

Arboles de en estructura jerarquica, esto significa que existe una
decisién  decision final que predomina siguiendo las condiciones
desde la raiz.

DecisionStump
HoeffdingTree
RandomTree
REPTree

MultilayerPerceptron: Es un tipo de red neuronal constituida por nodos, que
componen la capa de entrada, asi como un conjunto de una o0 mas capas ocultas de

neuronas y una capa de salida.

J48: Se trata de un refinamiento del modelo generado a OneR. Existe una mejora

moderada y dara la posibilidad de acierto ligeramente superior.

El algoritmo J48 es una implementacién del existente C4.5 el cual es un modelo de
arbol de decision, esta implementacion produce modelos de arboles para
posteriormente tomar una decision. El J48 genera arboles, cuyos nodos evaluan la

existencia o significado de rasgos individuales de la clase (Bhargava et al.,2013).

Los arboles de decision estan construidos de manera descendente eligiendo el
atributo mas apropiado, se utiliza una medida de la teoria de la informaciéon para
evaluar las caracteristicas, lo que proporciona una indicacion del “poder de
clasificacion” de cada una de ellas. Una vez que se elige una caracteristica, los datos
de entrenamiento se dividen en subconjuntos correspondientes a diferentes valores
de la caracteristica seleccionada, este proceso se repite para cada subconjunto, hasta
que una gran proporcion de las instancias en cada uno de ellos pertenecen a una sola
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clase. El arbol de decision es un algoritmo que normalmente aprende un alto conjunto

de reglas de precision (Kaur et al.,2014).

LMT: Combina modelos de regresion logistica con arboles de induccion. Consiste en
una estructura de arbol de decision estandar con funciones de regresion logistica en

las hojas.
RandomForest: Este clasificador combina grandes cantidades de arboles de decision

independientes, probados sobre los conjuntos de datos aleatorios con distribucion

similar.

Random Forest Simplified

Instance
Random Forest _— / e 8
« = V = .

A A AN
S >\ G
KR P\.P\R\ 7 T £ R "R
6000 G090 cﬁ‘odbéo'oo 6000 60060
Tree-1 Tree-2 Tree-n
Class-A Class-B Class-B

Il\iujuril}-\'ming »

Figura 1.8. Representacion grafica del algoritmo RandomForest

Este clasificador aplica el siguiente proceso:

» Selecciona individuos al azar para crear diferentes conjuntos de datos.

» Crea un arbol de decision con cada conjunto de datos, con lo cual obtiene
diferentes arboles.

» Al crear los arboles se eligen variables al azar en cada nodo del arbol, dejando
crecer el arbol en profundidad.

» Predice los nuevos datos usando el voto mayoritario, donde clasificara como

positivo si la mayoria de los arboles predicen la observacidon como positiva.

22



Existen algunos algoritmos que utilizan la experiencia o conocimiento previo como
técnica para clasificar una clase, dentro de los algoritmos que hacen uso de esta
técnica se encuentran los conocidos como “perezosos”. Una nueva instancia se
compara con el resto de la base de casos a través de una medida de similitud o de
distancia. Esta nueva clase sera categorizada dentro del grupo en donde su cercania

sea menor, a este método se le conoce como “vecino mas cercano” (Diaz et al., 2015).

Dentro de este grupo de algoritmos se encuentra el LBR que trabaja para conjuntos
de pruebas pequenfias, debido a que cada instancia de prueba selecciona un conjunto
de atributos para los cuales la supuesta independencia no debe ser hecha, los demas
son tratados como independientes de cada una de las clases dadas y el conjunto de
atributos seleccionado.

Existen algoritmos que utilizan funciones de distancia o casos para clasificar una
instancia nueva o que no formé parte del aprendizaje. Las instancias son almacenadas
en memoria tanto como sea necesario, asi cuando una instancia nueva es presentada
al modelo se intenta relacionar ésta con las instancias almacenadas, buscando que
sean lo mas similares posibles. Estos tipos de clasificadores son muy efectivos para

trabajar con tipos de datos no estandar (Roman,2011).

KStar: K-star o K * es un clasificador basado en instancias. La clase de una instancia
de prueba se basa en el entrenamiento de instancias similares a él, segun lo
determinado por alguna funcién de similitud. Se diferencia de otros algoritmos
basados en instancias en que éste utiliza una funcién de distancia basada en la
entropia. Los algoritmos basados en instancias comparan con una base de datos de

ejemplos preclasificados (Cleary et al., 1995).
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Figura 1.9 Representacion grafica de un algoritmo basado en métricas de distancia

Los componentes correspondientes de un algoritmo basado en instancia son la
funcién de distancia que determina qué tan similares son las dos instancias, y la
funcion de clasificacidn que especifica como las similitudes de la instancia producen
una clasificacion final para la nueva instancia. Este algoritmo utiliza una medida
entropica, basada en la probabilidad de transformar una instancia en otra al elegir
aleatoriamente entre todas las posibles transformaciones. Usar la entropia como un
medidor para una distancia de instancia es muy beneficioso y la teoria de la
informacion ayuda a calcular la distancia entre las instancias. La complejidad de una
transformacién de una instancia en otra es en realidad la distancia entre las instancias
(Mahmood et al., 2013).

Algoritmos Bayesianos: Una red bayesiana es un modelo grafico de probabilidades
que representa un conjunto de variables o caracteristicas y sus dependencias
probabilisticas. Puede calcular la distribucion de probabilidad para cualquier
subconjunto de variables de la red, dado los valores o distribuciones de las variables
restantes. Este tipo de clasificador no es muy sensible a los cambios de sus
parametros, ya que se basa en informacion de toda la base, lo cual hace que
pequefios cambios en la base no sean necesariamente significativos. Las Redes
Bayesianas representan el conocimiento cualitativo del modelo mediante un grafo

dirigido aciclico. Este conocimiento se articula mediante las relaciones de
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independencia/dependencia de los atributos o variables que componen el modelo
(Roman, 2011).

1.11 Evaluacion del desempeiio de un clasificador

El software Weka ofrece cuatro modos de pruebas para poder ser aplicados al

conjunto de datos (Bouckaert et al., 2010).

Use training set: Con esta opcion el clasificador es evaluado en qué tan bueno es su
desempenfo para predecir las clases con las que entrend, esto es usando el total de
datos disponibles y posteriormente aplicando su aprendizaje sobre el mismo set para

prueba.

Supplied test set: El clasificador es evaluado qué tan bueno es su desempeio para

predicer la clase, pero esta vez aplicando a un archivo independiente.

Cross-validation: El clasificador es evaluado segun su capacidad de clasificacion
cruzada. Se dividiran las instancias en tantas carpetas como indica el parametro
“Folds”, y en cada evaluacion se toman las instancias de cada carpeta como datos de
test, en las cuales el algoritmo aplicara lo aprendido, y el resto de los datos lo usara
como set de entrenamiento para construir el modelo. Se calculara el promedio de los
errores de todas las ejecuciones y ese sera el resultado del desempefo del

clasificador usando esta opcion, ver figura 1.8.

tteracion 1 [NERUGBENN | [ [ [ | [ [ | |
teracion2 [ | NCRUSEaNN | | | | | [ [ |
Iteracién3 | [ [ Prueba | [ [ [ [ [ [ |
iteracion4 | [ [ [ Prueba | [ [ [ [ [ |
Iteracion5 | [ | | [ Prueba | | | | [ |
Iteracion 6 | [ [ [ [ [ Prueba | | [ [ |
Iteracién7 | [ [ [ | [ [ Prueba | [ [ |
Iteracion8 | [ [ [ [ [ | [ Prueba | | |
Iteracion9 | [ [ [ [ [ | | [Prueba |
Iteracién 10 | [ [ [ [ [ | [ [ [ Prueba |
K-fold = 10 Entrenamiento [set de Prueba)

Figura 1.10 Representacion grafica de la técnica de validacién cruzada, con K-fold =10.
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Percentage split: El clasificador es evaluado segun su desempefio para predecir
usando un porcentaje de datos para entrenar y el resto lo utiliza para aplicar lo
aprendido. El dato se especifica en %, si es 50% eso significa que utilizara la mitad
del set de datos para entrenar y el resto de prueba, si es 65% ese porcentaje utilizara

para entrenar y el 35% lo usara como set de prueba.

1.12 Matriz de confusion

En el area de la inteligencia artificial, la matriz de confusién es una herramienta que
permite la visualizacion del desempenrio de un algoritmo que se emplea en aprendizaje
supervisado. Cada columna de la matriz representa el numero de predicciones de
cada clase, mientras que cada fila representa a las instancias en la clase real. Entre
los multiples beneficios que esta herramienta ofrece es la facilidad para ver si el

sistema esta confundiendo dos clases.

Si en los datos de entrada el numero de muestras de clases diferentes cambia mucho
la tasa de error del clasificador no es representativa de lo bien que realiza la tarea el
clasificador. La matriz de confusién es particularmente util cuando en un problema de
clasificacion se tiene un desbalanceo de clases, una clase mayoritaria de hasta 3 a 1
con respecto a la clase minoritaria, si solo se utiliza la exactitud o la curva ROC (del
inglés, Receiver Operating Characteristic curve) para validar el desempefio del
sistema, se puede tener una concepcion erronea del desempefio, en la exactitud se
podrian obtener valores aceptables, lo cual no significa que el algoritmo esté
distinguiendo correctamente entre las clases, por lo tanto, es recomendable utilizar la
sensibilidad, especificidad para poder tener una idea mas real del desempefio de los

algoritmos (Patil et al., 2016).

A continuacion se describen los 4 posibles resultados que se pueden obtener en un

problema de clasificacion binaria (Loyola et al., 2014).

Positivos verdaderos (TP): Estos son los valores positivos predichos correctamente,
lo que significa que el valor de la clase real es si y el valor de la clase predicha también
es si. P.ej. si el valor de clase real indica que este pasajero sobrevivio y la clase

predicha le dice lo mismo.
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Negativos verdaderos (TN): Estos son los valores negativos predichos
correctamente, lo que significa que el valor de la clase real es no y el valor de la clase
predicha también es no. P.ej. si la clase real dice que este pasajero no sobrevivio y la
clase pronosticada le dice lo mismo.

Falsos positivos y falsos negativos, estos valores se producen cuando su clase real

se contradice con la clase predicha.

Falsos positivos (FP): Esto sucede cuando la clase real es no y la clase predicha es
si. P.ej. sila clase real dice que este pasajero no sobrevivid, pero la clase pronosticada

le dice que este pasajero sobrevivira.

Falsos negativos (FN): Esto sucede cuando la clase real es si, pero la clase predicha
es no. P.ej. si el valor real de la clase indica que este pasajero sobrevivio y la clase

pronosticada le dice que el pasajero morira.

1.13 Métricas de validacion: Sensibilidad, Especificidad, Exactitud, Curva ROC,
F-measure y G-mean

Medir el desempefio de un clasificador es de suma importancia cuando se habla de
cuestiones médicas se espera que los resultados sean lo mas veraces posible, cuando
la prediccion de un clasificador sea positivo, es decir, que una persona sea
diagnosticada como enferma se espera que el margen de error sea el minimo posible,
eso también se espera cuando el resultado sea negativo, pero si una persona es
diagnosticada como negativa y en realidad tiene dicha enfermedad, es definitivamente

un problema de consideracion (Hernandez, 2017).

A continuacion, se explica la dicotomia de la exactitud de un clasificador.

Cuando se trata de realizar un diagnéstico o aplicar una clasificacion sobre el estado
de una persona siendo este un estado de salud, se espera una gran precision para
poder tomar decisiones futuras con respecto al estado clasificado, en cuestiones
médicas suele utilizarse dos tipos de estados; estar o no estar enfermo, respuesta
positiva 0 negativa, generalmente la exactitud diagnosticada se expresa como
sensibilidad y especificidad (Lépez, 1998).
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Sensibilidad: Es la probabilidad de obtener un resultado positivo cuando el individuo
tiene la enfermedad. Mide su capacidad para detectar la enfermedad cuando esta

presente, ecuacion 1.

enfermospositivos _ VP
totalenfermos VP + FN

Sensibilidad = (1)

Especificidad: Indica la probabilidad de obtener un resultado negativo cuando el
individuo no tiene la enfermedad. Mide su capacidad para descartar la enfermedad

cuando ésta no esta presente, ecuacion 2.

Sanosnegativos _ VN

= 2
o _totalsanos VN +FP ( )
El escenario ideal seria tener una sensibilidad y especificidad lo mas cercano al 100%.

Especificidad =

Esto constituye una excepcién, pero se debe dudar de todas aquellas pruebas donde

los resultados sean menores a 80% (Hernandez, 2017).

Precision: Se refiere a la dispersion del conjunto de valores obtenidos de mediciones
repetidas de una magnitud. Cuanto menor es la dispersion mayor la precisiéon. Una
medida comun de la variabilidad es la desviacion estandar de las mediciones y la
precision se puede estimar como una funcién de ella. Es importante resaltar que la
automatizaciéon de diferentes pruebas o técnicas puede producir un aumento de la
precision. Esto se debe a que, con dicha automatizacién, lo que logramos es una
disminucion de los errores manuales o su correccion inmediata. No hay que confundir

resolucién con precision, (Mahmood et al., 2013), ecuacién 3.

Precision = P (3)
VP +FN
Exactitud: Se refiere a cuan cerca del valor real se encuentra el valor medido. En
términos estadisticos, la exactitud esta relacionada con el sesgo de una estimacion.
Cuanto menor es el sesgo mas exacto es una estimacién. Cuando se expresa la
exactitud de un resultado, se expresa mediante el error absoluto que es la diferencia

entre el valor experimental y el valor verdadero, ecuacion 4.

VP+ VN

Exactitud = totalmuestra

(4)
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F1-score o F-measure: Media armonica entre recall y precision.

El puntaje F1 es el promedio ponderado de precision y recall. Por lo tanto, esta
puntuacion tiene en cuenta tanto los falsos positivos como los falsos negativos.
Intuitivamente, no es tan facil de entender como la precisién, pero la F1 suele ser mas
util que la precision, especialmente si tiene una distribucion de clases desigual. La
precision funciona mejor si los falsos positivos y los falsos negativos tienen un costo
similar. Si el costo de los falsos positivos y los falsos negativos es muy diferente, es
mejor tener en cuenta tanto la precision como la retirada, (Mahmood et al., 2013)

ecuacion 5.

2VP
F1 score=———— (5)
2VP+ FP + FN

G-mean o G-measure: Media geométrica entre recall y precision, ecuacion 6.

G mean = VRecall * Precision (6)

1.14 Curva ROC

La curva ROC (del inglés, receiver operating characteristic curve) o (Caracteristica
Operativa del Receptor), es una representacion grafica de la sensibilidad frente a la
especificidad para un sistema clasificador binario segun se varia el umbral de
discriminacion. Proporciona herramientas para seleccionar los modelos posiblemente
optimos y descartar modelos subdptimos independientemente de (y antes de
especificar) el coste de la distribucion de las dos clases sobre las que se decide. La
curva ROC es también independiente de la distribucion de las clases en la poblacion

(en diagnéstico, la prevalencia de una enfermedad en la poblacion).
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Figura 1.11. Ejemplo de una curva ROC mostrando el rendimiento de 5 algoritmos

Segun Valle (2017), se define como una herramienta estadistica utilizada para
determinar, dentro de un objeto de estudio, la clase o categoria a la que pertenece un
elemento, en otras palabras, determinar si un individuo pertenece a una de las dos
clases posibles, presencia o ausencia de una enfermedad. Hernandez (2017)
menciona que la curva ROC puede entenderse como un grafico en el cual se
representan en el eje “y” la fraccion de los verdaderos positivos o sensibilidad, y en el
eje “X” se situan la fraccion de los falsos positivos, o lo que es lo mismo 1 - la

especificidad.

La curva ROC cuantifica la capacidad de un indicador para discriminar entre enfermos
y sanos.

Es una representacion grafica en la cual se representan los valores de especificidad
y sensibilidad asi como las dos variantes de error que puede tener el sistema
clasificador, en la medicina el término de dicotomia es usado para hacer énfasis en el
conjunto de poblacién que tiene o no tiene cierta enfermedad, por ejemplo en el grupo
de poblacion de estudio habra personas clasificadas como enfermas y que estan
enfermas (VP), asi como personas clasificadas como enfermas pero que en realidad
no lo estan (FP), también habra un conjunto de personas que son determinadas como
sanas (VN), y por consiguiente personas que son consideradas como sanas cuando

en realidad no lo estan (FN), siendo éste el escenario mas delicado y peligroso, puesto
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que si el sistema lo clasifica como saludable cuando en realidad esta enfermo
representa un peligro porque genera confianza de falsa salud, esto se agrava si la
enfermedad no presenta sintomas (Cerda, 2012).

La curva ROC representa en cada punto de la grafica un par de S/1-E que corresponde
al nivel de decision, lo ideal es que no exista solapamiento o0 eso se espera en un
sistema con un excelente desempeno, los valores de la curva que mas se acerquen a
1 representan poca solapacion, es decir el area en el cual convergen los datos de FP

y FN son pequefias (Hernandez, 2017).

Segun Loyola et al., (2014), es una medida que puede ser utilizada para evaluar el
desempefio de los clasificadores supervisados, y es especialmente confiable en
problemas donde existe desbalanceo de clases, debido a que en estas graficas se
puede visualizar el equilibrio costo-beneficio; cualquier clasificador no puede aumentar

el numero de VP sin aumentar los FP, ecuacion 7.

AUC = 1+tVI;—tFP (7)

Mean absolute error: Es la diferencia entre el valor de la medida y el valor tomado
como exacto, este resultado puede ser negativo o positivo. EI promedio del error
absoluto es la suma de todos los errores de clasificacién en todas las muestras divide
entre el total de muestras. Por tanto, el clasificador que dé como resultado una cifra
mayor a 0.1 define como error de clasificacion alto, por lo tanto, no debe considerarse

frente a los que arrojen una cifra menor (Hernandez, 2017).

1.15 Sistema operativo Android y el lenguaje de programacién Java

Android es un sistema operativo basado en elnucleo Linux. Fue disefiado
principalmente para dispositivos moviles con pantalla tactii como: teléfonos
inteligentes, tabletas y relojes inteligentes, televisores y hasta para algunos tipos de
automoviles. Inicialmente fue desarrollado por Android Inc.,, empresa
que Google respalddé econdémicamente y mas tarde compro en 2005. Este sistema
operativo fue presentado en 2007 junto la fundacion del Open Handset Alliance (un

consorcio de companias de hardware, software y telecomunicaciones).
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El primer mévil con el sistema operativo Android fue el HTC Dream y se vendidé en
octubre de 2008. Android es el sistema operativo mévil mas utilizado del mundo, con

una cuota de mercado superior al 80 % al afio 2017, muy por encima de 10S.

Android es un conjunto de herramientasy aplicaciones vinculadas a
una distribucion Linux para dispositivos moviles. Por si solo no es un Sistema

Operativo Android es de cédigo abierto, gratuito y no requiere pago de licencias.

Pero Android es mas que un sistema operativo, su éxito se debe principalmente a que
es Open Source, lo que significa que el cédigo del sistema operativo esta disponible
en la red, y cualquier usuario con conocimiento de programacién puede obtenerlo y
hacer cualquier tipo de modificaciones. Debido a esto millones de internautas pueden
aportas mejoras y posteriormente lanzar una version mejorada. Por otra parte, el que
sea Open Source lo convierte también en una de sus debilidades, pues al igual que
se pueden hacer mejoras, un usuario podria encontrar puertas falsas a la seguridad y

utilizarlas para fines no tan adecuados.

La version basica de Android es conocida como Android Open Source Project (AOSP).
El 25 de junio de 2014 en la Conferencia de Desarrolladores Google
I/0, Google mostrdé una evolucion de la marca Android, con el fin de unificar tanto

el hardware como el software y ampliar mercados.

El 17 de mayo de 2017, se presentd Android Go. Una version mas ligera del sistema
operativo para ayudar a que la mitad del mundo sin smartphone consiga uno en menos
de cinco anos. Incluye versiones especiales de sus aplicaciones donde el consumo

de datos se reduce al maximo.

El lenguaje de programacion java es el lenguaje oficial para desarrollar aplicaciones
para el sistema operativo Android, fue elegido por ser el mas potente y versatil de
todos los lenguajes en el mercado. Java es un lenguaje de programacion de propdésito
general, concurrente, orientado a objetos. Fue disefiado especificamente para tener
tan pocas dependencias de implementacion como fuera posible. El objetivo es permitir
que los desarrolladores de aplicaciones escriban el programa una vez y lo ejecuten
en cualquier dispositivo (conocido en inglés como WORA, o "write once, run
anywhere"), lo que permite programarlo en una plataforma y no tiene que ser

recompilado para correr en otra.
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Java es, a partir de 2012, uno de los lenguajes de programacion mas populares en
uso, particularmente para aplicaciones de cliente-servidor de web, con unos diez

millones de usuarios reportados

El lenguaje de programacion Java fue originalmente desarrollado por James Gosling,
de Sun Microsystems (constituida en 1982 y posteriormente adquirida el 27 de enero
de 2010 por la compaiiia Oracle. Las aplicaciones de Java son compiladas a bytecode,
y puede ejecutarse en cualquier maquina virtual Java (JVM) sin importar la

arquitectura de la computadora subyacente (Tomas, 2012).

1.16 Lenguaje de programaciéon Python

Python, pertenece al grupo de los lenguajes de programacién y puede ser clasificado
como un lenguaje interpretado, de alto nivel, multiplataforma, de tipado dinamico y
multiparadigma. Python provee reglas de estilos, a fin de poder escribir codigo fuente
mas legible y de manera estandarizada. Estas reglas de estilo, son definidas a través
de la Python Enhancement Proposal N° 8 (PEP 8) (Duque, 2017), figura 1.9 logotipo

del lenguaje de programacion Python.

thon

Figura 1.12 Logo de la plataforma del lenguaje de programacién Python

Python es un lenguaje de programacion interpretado cuya filosofia hace hincapié en
una sintaxis que favorezca un cédigo legible. Se trata de un lenguaje de programacion
multiparadigma, ya que soporta orientacion a objetos, programacion imperativa y, en
menor medida, programacion funcional. Es un lenguaje interpretado, usa tipado

dinamico y es multiplataforma.
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El lenguaje de programacion Python permite hacer uso de una amplia variedad de
librerias con las cuales es posible realizar diversos procedimientos. Es posible utilizar
librerias tales como OpenCV, con la que se logra un poderoso procesamiento a
imagenes digitales. Python es un lenguaje de programacion de uso general, versatil y
popular. Puede usarse para todo, desde desarrollo web hasta desarrollo de software

y aplicaciones cientificas.

El intérprete de Python es Open Source y esa es otra de sus grandes ventajas,
cualquier usuario puede descargar el editor y rapidamente empezar a realizar
procesos complejos. Otra de las grandes ventajas es que tiene soporte para los tres
sistemas operativos mas utilizados; Windows, Mac y Linux, por lo cual su practicidad
aumenta. Al igual que en los lenguajes de programacion como Java, existen ID’S de

desarrollo que hacen aun mas facil el trabajo de realizar scripts en el lenguaje Python.

Python hace uso de librerias especiales para poder mostrar graficas y entender mejor
los resultados de un trabajo de investigacion. A continuacién, se describen brevemente
algunas de las librerias mas populares, utilizadas en este trabajo de investigacion

como parte de diversas pruebas que se llevaron a cabo.

Numpy: Es la libreria por excelencia, y la mas elemental en Python, aquella que no
debe falta y de las primeras en aprender a utilizar los métodos de los que dispone.
Proporciona una gran cantidad de métodos para trabajar con arreglos y matrices.

Pandas: Pandas nos permite crear Series (marcos unidimensionales) y los
DataFrames (marcos bidimensionales). Con todos los métodos que ofrece Pandas, es

posible visualizar y trabajar con datos de manera muy féacil.

Matplotlib: Es una libreria que permite implementar graficas para los datos
resultantes. Es posible realizarlo en segunda y tercera dimension, lo cual resulta muy
practico.

Scikit-Learn: Scikit-Learn es una libreria que permite entrenar modelos de
Aprendizaje Automatico, tales como: Random Forests, SVM, Regresion Lineal y

Logistica, k-Nearest y mucho mas.
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TensorFlow: La libreria estelar en este trabajo de investigacion. Es una biblioteca de
software libre que se utiliza para realizar calculos numéricos mediante diagramas de
flujo de datos. Los nodos de los diagramas representan operaciones matematicas y
las aristas reflejan las matrices de datos multidimensionales (tensores) comunicadas
entre ellas. Gracias a la flexibilidad de la arquitectura, solo se necesita una API para
desplegar el sistema informético de una o varias CPU o GPU en un escritorio, servidor
o dispositivo movil. Su objetivo era realizar investigaciones en el campo del
aprendizaje automatico y las redes neuronales profundas. A pesar de que este era su
propasito inicial, se trata de un sistema lo bastante general como para poder aplicarse

en muchos otros campos.

Keras: Es una libreria escrita en Python, disefiada especificamente para hacer
experimentos con redes neuronales. Permite crear prototipos rapidamente y de
manera facil. Es una libreria que proporciona de manera limpia y sencilla la creacién
de una gama de modelos de aprendizaje profundo, encima de otras librerias:
TensorFlow, Theano o CNTK. Esta libreria fue desarrollada por Frangois Chollet, un
ingeniero de Google, él es el responsable también del mantenimiento de la misma. El

cédigo ha sido liberado bajo la licencia permisiva del MIT.

1.17 Redes neuronales

Las redes neuronales desde una perspectiva computacional son otra forma de emular
ciertas caracteristicas propias de los humanos, como la capacidad de memorizar y de
asociar hechos. Si se examinan con atenciéon aquellos problemas que no pueden
expresarse a través de un algoritmo, se observara que todos ellos tienen una

caracteristica en comun: la experiencia.
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Figura 1.13 Elementos basicos de una red neuronal artificial

Los seres humanos son capaces de resolver situaciones haciendo uso de la
experiencia acumulada. Asi, parece claro que una forma de aproximarse al problema
consista en la construccién de sistemas que sean capaces de reproducir esta
caracteristica humana. Las redes neuronales no son mas que un modelo artificial y
simplificado del cerebro humano, que es el ejemplo mas perfecto del que disponemos
para un sistema que es capaz de adquirir conocimiento a través de la experiencia
(Antona, 2017). Una red neuronal es un nuevo sistema para el tratamiento de la
informacion, cuya unidad basica de procesamiento esta inspirada en la célula

fundamental del sistema nervioso humano: la neurona.

Tratando de imitar el proceso que sucede en la neurona en donde, esta es estimulada
0 excitada a través de sus entradas (inputs) y cuando se alcanza un cierto umbral, la
neurona se dispara o activa, pasando una sefal hacia el axén. Actualmente se conoce
que estos procesos son el resultado de eventos electroquimicos (Saiji et al., 2015).
Alan Turing. Fue el primero en estudiar el cerebro como una forma de ver el mundo
de la computacion. Sin embargo, los primeros tedricos que concibieron los
fundamentos de la computacion neuronal fueron Warren McCulloch, un neurofisiélogo,
y Walter Pitts, un matematico, quienes, en 1943, lanzaron una teoria acerca de la
forma de trabajar de las neuronas (Un Calculo Légico de la Inminente Idea de la
Actividad Nerviosa - Boletin de Matematica Biofisica 5: 115-133). En este trabajo

modelaron una red neuronal simple mediante circuitos eléctricos.
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Debido a su constitucion y a sus fundamentos, las redes neuronales artificiales
presentan un gran numero de caracteristicas semejantes a las del cerebro. Por
ejemplo, una de ellas es la capacidad de aprender de la experiencia, de generalizar
de casos anteriores a nuevos casos, de abstraer caracteristicas esenciales a partir de
entradas que representan informacion irrelevante. Las redes neuronales ofrecen
numerosas ventajas y por esta y muchas otras razones las redes neuronales estan

siendo aplicadas en multiples areas (Ruiz et al., 2001).

A continuacion, se describen algunas de las caracteristicas de una red neuronal
(Roman, 2011):

Aprendizaje Adaptativo: Tienen la capacidad de aprender para realizar tareas

basadas en un entrenamiento o en una experiencia inicial.

Auto-organizacion: Tiene la capacidad para crear su propia organizacion o

representacion de la informacion que recibe mediante una etapa de aprendizaje.

Tolerancia a fallos: La destruccion parcial de una red conduce a una degradacion de
su estructura; sin embargo, algunas capacidades de la red se pueden retener, incluso

sufriendo un gran dafio.

Operacion en tiempo real: Los computos neuronales pueden ser realizados en
paralelo; para esto se disefian y fabrican maquinas con hardware especial para

obtener esta capacidad.

1.18 Planteamiento de las hipoétesis

El uso de algoritmos de aprendizaje automatico ayudara a predecir comorbilidad

perinatal y reducir riesgos en embarazos de alto riesgo.
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CAPITULO Il. ESTADO DEL ARTE

La diabetes gestacional es un trastorno metabdlico al cual se de prestar especial
atencion, el diagnostico oportuno puede hacer la diferencia para poder lograr un
embarazo normal y sobre todo para que la madre y en neonato tengan una excelente
salud (Cefedo et al., 2017). Segun Cenedo et al., (2017), el diagndstico de la diabetes
gestacional fue descrito originalmente por O’Sullivan y Mahan en el afio de 1979, esto
se hizo en base a un estudio estadistico que incluia la presencia de dos 0 mas tomas

de glucemia considerando un estandar de la media.

Diversos autores documentan que las comorbilidades que mas afectan a los pacientes
con diabetes gestacional son de factible tratamiento, de tener un diagnostico oportuno,
y a partir de ello dar un seguimiento de cuidados personalizados a cada paciente con
el objetivo de brindar un buen servicio en el cuidado de la salud y evitar escenarios

adversos durante el parto y posterior al mismo.

A continuacién, se presentan algunos de los trabajos documentados que se han
realizado con respecto a la diabetes gestacional y las comorbilidades, asi como los
principales factores de riesgo asociados a cada comorbilidad, también trabajos en los
cuales se hace uso de algoritmos de aprendizaje automatico en la prediccion de tipos

de diabetes.

2.1 Frecuencia de obesidad y su relacién con algunas complicaciones maternas

y perinatales en una comunidad indigena.

Los autores Valdés et al., (2015), mencionan que es preocupante la manera en como
se ha incrementado el numero de personas que presentan sobrepeso y obesidad, en
el afio 2008 la OMS reportaba que en el mundo la cifra rondaba los 500 millones de

adultos obesos, y se estimaba que en el 2015 la cifra alcanzaria los 700 millones.

En este trabajo descriptivo transversal acerca de las complicaciones que ocasionan el
sobrepeso y la obesidad en mujeres en periodo de gestacion, realizado en el afio
2013, teniendo como muestra de estudio gestantes de la comunidad mistika de “El

muelle”, municipio de Puerto Cabezas en Nicaragua, usando como fuente de
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informacion primaria las historias clinicas obstétricas que se le elaboraron para cada

paciente.

El objetivo de este trabajo fue determinar la frecuencia de obesidad pregestacional, y
su relacion con algunas complicaciones maternas y perinatales en la comunidad

mistika de “El muelle”.

Participaron 166 gestantes pertenecientes a la comunidad antes mencionada se
analizaron las variables siguientes: edad, peso y talla en el momento de la captacion,
presion arterial, niveles de glucemia y de hemoglobina, resultados de los examenes
de orina, edad gestacional (EG) al parto, via y tipo de parto, asi como el peso al nacer.
Para evaluar el estado nutricional se utilizé el IMC, que se calculé mediante la férmula
siguiente: peso = (kg)/talla (m?). Se considerd la presencia de obesidad cuando el
IMC fue = 30 Kg/m? sobrepeso, entre 25 y 29,9 Kg/m?; normopeso, entre 18,5y 24,9
Kg/m?; y bajo peso, < 18,5 Kg/m?.

Se tomaron en cuenta las normas y protocolos para la atencion y cuidado vigentes en
ese pais, para determinar las complicaciones maternas y perinatales, las cuales
fueron las siguientes: Anemia, Infeccién urinaria, toxemia gravidica, Diabetes Mellitus

Gestacional (DMG), Parto pretérmino, Macrosomia neonatal y Bajo peso.

Se obtuvieron distribuciones de frecuencia como son numeros absolutos y porcentajes
de las variables cualitativas, y para las variables cuantitativas medidas de tendencia
central y de dispersién tales como: la media y la desviacion estandar. Se empleé la
prueba de chi cuadrado para comprobar la hipotesis sobre la relacion que pudiera
existir entre las variables cualitativas, y se asumié un valor de p< 0,05 para la
significaciéon estadistica. Se determind la fuerza de asociacion para cada complicacion
estimando la razén de productos cruzados odds-ratio (OR), con un intervalo de
confianza (IC) del 95 %. El resultado del OR se valor6 de acuerdo con los siguientes

criterios:

Si > 1, variable Sl constituye un factor de riesgo.
Si =1, variable NO constituye un factor de riesgo.

Si < 1, variable constituye un factor de proteccién.
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En este trabajo de investigacion hicieron uso del software Epidat 3.1. para la tarea de

procesamiento estadistico de cada historial clinico.

Los resultados que obtuvieron 40 de las gestantes (24,1 %), iniciaron el embarazo con
obesidad. De ellas, 26 (15,6 %), con obesidad grado I; 10 (6,1 %) con grado Il, y 4
(2,4 %) con grado lll. En general, el 87,5 % de las embarazadas con obesidad
pregestacional presentaron alguna complicacion materna o perinatal; mientras en las
no obesas se observaron en el 59,5 % (OR: 4,76, I1C: 1,74-12,96, p= 0,0011). La
obesidad elevo significativamente el riesgo de presentar diabetes mellitus gestacional
(OR: 5,03, IC: 2,03-12,4, p= 0,0002), macrosomia (OR: 8,06, IC: 2,56-25,36, p=
0,0001) y cesarea (OR: 5,13, IC: 1,53-17,22, p= 0,0040).

La frecuencia de obesidad en la poblacion obstétrica de la comunidad indigena de “El
Muelle” es elevada e incrementa el riesgo de complicaciones maternas y perinatales

como diabetes mellitus gestacional, macrosomia y cesarea.

2.2 Factores asociados a mortalidad en recién nacidos prematuros con
enfermedad de membrana hialina en el Hospital Nacional Sergio E. Bernales,

mayo 2015 — mayo 2017

En este trabajo de investigacion llevado a cabo en Peru, se realiz6 un estudio
observacional, retrospectivo, analitico de tipo casos controles, que comprendio el
periodo de mayo del 2015 a mayo del 2017. Se revisd el historial clinico
correspondientes al servicio de Neonatologia en el archivo del Hospital Nacional
Sergio E. Bernales, en el cual fueron registrados los datos en una ficha de recoleccion
de datos. Se utiliz6 la formula de célculo de la muestra por numero de casos y
controles diferentes, utilizando un odds ratio de 3 y una frecuencia de 0.4, con una
relacion de controles y casos de 2 a 1. Para realizar el procesamiento de los datos
obtenidos se utilizd el software IBM SPSS V24. Este trabajo tuvo como objetivo
principal determinar los factores asociados a mortalidad en recién nacidos prematuros

con enfermedad de membrana hialina.

La poblacion de estudio fueron 123 historias clinicas se encontré un mayor grado de

mortalidad en pacientes prematuros con edad gestacional menor a 34 semanas,
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también existi6 una mayor mortalidad en pacientes con un peso <1500 gr (80,5 %),
encontrandose una asociacion estadisticamente significativa (p: 0,000), entre un peso
menor a 1500 gr y una mortalidad por enfermedad de membrana hialina. La mortalidad
por enfermedad de membrana hialina fue mayor en asociacion a APGAR al minuto
menor o igual a 6 (85,4%), siendo la asociacion estadisticamente significativa entre
casos y controles y la variable APGAR al minuto (p=0,000; OR= 5,556; 1C95%=2,110
— 14,630). Asimismo, la mortalidad fue similar, presencia de ruptura prematura de
membranas (48,8%) o en ausencia de ella (51,2%). Se evalu6 la mortalidad por
enfermedad de membrana hialina en relacién a la presencia de infeccion de tercer
trimestre del embarazo, encontrandose que la relacion no es estadisticamente
significativa (p=0,168; 1C95%=0,259 - 1,269), al igual que en el caso de
comorbilidades maternas (p=0,751; 1C95%=0,463 — 2,909).

En conclusion, en este trabajo de investigacion se documentd que los principales
factores asociados a mortalidad por enfermedad de membrana hialina en pacientes
prematuros fueron; sexo, grado de prematuridad, bajo peso al nacer, APGAR menor
o igual a 6 y ruptura prematura de membranas. Este equipo también concluye que se
deben aplicar medidas de control con el propdsito de disminuir la presencia de los

factores antes descritos (Risco, 2018).

2.3 Morbilidad del hijo de madre con diabetes gestacional, en el Instituto

Nacional de Perinatologia Isidro Espinosa de los Reyes

En este trabajo de investigacion se realizé un trabajo de observacion comparativo y
analitico, el objetivo de esta investigacion fue conocer la morbilidad general
desarrollada por los hijos de madres con diabetes gestacional, en comparacién con
hijos de madres sin esta patologia en la poblacién atendida en el Instituto Nacional de
Perinatologia Isidro Espinosa de los Reyes ubicado en la ciudad de México. En este
trabajo participaron un total de 288 pacientes, de las cuales 144 presentaban diabetes
gestacional y el otro 50% no la presentaba. También se incluyeron en el estudio los
hijos de las madres con y sin diabetes puesto que era necesario documentar las

comorbilidades desarrolladas en cada conjunto, en el caso de que las hubiera.
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En este estudio se incluyeron variables sociodemograficas, asi como antecedentes
familiares con alguna complicacion de salud, se investigaron antecedentes maternos
y morbilidad desarrollada por el neonato. El analisis estadistico incluyd: medidas de
tendencia central (media, desviacion estandar e intervalo de confianza) para las
variables demograficas, chi cuadrada y riesgo relativo, con intervalo de confianza del

95% para la comparacién de ambas poblaciones.

La conclusion a la que se llegé con esta investigacion fue que, en la poblacién
estudiada, los antecedentes de familiares con diabetes mellitus, obesidad y muerte
fetal en la madre gestante son factores de riesgo para el desarrollo de DG. La
morbilidad del hijo de madre con DG esta por encima de lo referido en la literatura
internacional esto debido probablemente por ser un centro de concentracion de tercer
nivel de atencién. Las alteraciones respiratorias predominaron, especificamente el

sindrome de adaptacion pulmonar (Delgado, 2011).

2.4 Multilayer Perceptron Application for Diabetes Mellitus Prediction in

Pregnancy Care

En este trabajo de investigacion se utiliza una red neuronal conocida como Multilayer
perceptron o Perceptron multicapa, la cual es un tipo de red neuronal artificial ANN
(del inglés Artificial Neural Networks), y ha demostrado la capacidad de resolver
problemas que son linealmente separables, la utilizan en este trabajo con el objetivo
de predecir la diabetes mellitus gestacional. Los autores dan un panorama global
acerca de la prevalencia de esta enfermedad y los sectores de la poblacion, asi como

el momento en el que aparece o es diagnosticada.

Segun los autores de este trabajo, cualquier mujer puede desarrollar diabetes mellitus
en el embarazo. Algunos grupos de mujeres presentan mayor riesgo, como grupo
racial de ascendencia africana, hispana, india o asiatica. También documentaron que
los factores de riesgo para esta enfermedad son los siguientes: edad mayor de 25
afios, antecedentes familiares de diabetes, diabetes gestacional previa, embarazos

previos entre otros.
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Esta investigacion se utiliza la técnica de evaluacion, llamada k-fold cross-validacion,
para la evaluacion del desempefio de la propuesta basada en ANN. En este método,
k subconjuntos dividen la base de datos de diabetes. Se conserva un subconjunto

para entrenamiento del algoritmo y el porcentaje restante como conjunto de prueba.

Los resultados muestran que este enfoque alcanzé una precision de 0.74, Recall
0.741, F-measure de 0.741, y ROC area de 0.779. Segun los autores los resultados
que obtuvieron muestran que este método es un excelente predictor de esta
enfermedad, y que esta contribucion ofrece una herramienta de inteligencia
computacional capaz de identificar los casos de riesgo durante el embarazo vy, por lo
tanto, reducir las posibles secuelas tanto para la mujer embarazada como para el feto
(Moreira et al., 2018).

2.5 Factores de riesgo asociados a la morbi-mortalidad perinatal en mujeres con

diabetes gestacional del Sur de México

Este trabajo de investigacién realizado por un equipo de académicos especialistas de
la facultad de Ciencias Quimicas de la AUGro., en el cual se realizé un estudio
transversal en el hospital de la madre y en nifio de la ciudad de Chilpancingo Guerrero,
México, con el objetivo de evaluar los factores de riesgo asociados a la morbi-
mortalidad perinatal en mujeres con diabetes gestacional, con este trabajo se pudo
conocer la prevalencia de la DG durante el afio 2015 en esta zona del territorio
Mexicano, asi como las principales variables de comorbilidad perinatal, se
documentaron 7 principales comorbilidades, para el caso de la madre: Enfermedad
hipertensiva del Embarazo(EHE), Preeclampsia, sangrado >400 mL, y para los
neonatos: Obito, Macrosomia, Sindrome de Deficiencia Respiratoria (SDR) y bajo
peso entre otros mas, sin embargo éstos son los mas recurrentes para el binomio
madre-neonato. Durante este afio en ese hospital se atendieron 4190 nacimientos de
los cuales 96 pacientes presentaron diabetes gestacional por lo tanto la prevalencia
de la DG es alrededor de 2.3%, los datos que se obtuvieron fueron procesados usando
el software STATA v.12.0, y se analizé el valor de aporte por cada factor de riesgo, es
decir se determiné qué tanto afecta el que una madre tenga un antecedente de
diabetes o de hipertensién en su familia por ejemplo, y el impacto que esto tiene al

momento de presentar diabetes gestacional.

43



Este trabajo de investigacion concluye con los siguiente. La elevada tasa de morbi-
mortalidad en mujeres con diabetes gestacional es asociada a factores de riesgo
tradicionales, clinicos y metabdlicos que son de factible prevencion, y que pueden ser
tratados y monitoreados por personal de salud que participan en el cuidado de la salud

en el embarazo (Zaragoza et al., 2017).

2.6 Maternal risk factors for hypertensive disorders in pregnancy: a multivariate

approach

En este trabajo de investigacion los autores buscan desarrollar algoritmos que puedan
ser capaces de predecir la aparicion de un desorden hipertensivo conocido como
Preeclampsia, dividen en tres momentos a este padecimiento; preeclampsia
temprana, preeclampsia tardia e hipertension gestacional. Es un estudio prospectivo
que cuenta con una muestra amplia de casos. Segun los autores su muestra fue de
8,366 casos de los cuales 37 casos fueron con preeclampsia temprana, 128 con
preeclampsia tardia, 140 con hipertensién gestacional y 8,061 casos que no

presentaron sintomas por preeclampsia temprana o por hipertension gestacional.

Realizaron un analisis multivariado de factores de la historia materna y compararon el
rendimiento estimado de algoritmos en la prediccion temprana de preeclampsia,
preeclampsia tardia e hipertensién gestacional. Se realiz6é un estudio prospectivo que

se llevo a cabo entre marzo de 2006 y noviembre de 2007.

Se utilizaron caracteristicas como: edad de la madre, ascendencia racial, habito de
fumar, el tipo de método utilizado para concebir, el historial médico para conocer si
padece algun padecimiento como hipertension cronica, diabetes mellitus, entre
algunas otras caracteristicas, se le pregunté a la madre si consume algun tipo de
medicamento como; antidepresivos, medicamentos para la hipertension anti-
epilépticos, aspirinas, esteroides entre otras mas. También se incluyen caracteristicas
obstétricas para conocer la paridad de la gestante.

Utilizaron regresion logistica para determinar ;Cual de los factores entre las
caracteristicas maternas, historia médica y obstétrica tuvo una contribucién
significativa en la prediccion de la Preeclampsia temprana, Preeclampsia tardia e

Hipertension gestacional? La medicion del rendimiento fue determinada por la curva
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ROC. Utilizaron los paquetes de software estadistico SPSS 15.0 (SPSS Inc., Chicago,
IL, EE. UU.).

Segun los autores, en el grupo de preeclampsia temprana, hubo una mayor
prevalencia de mujeres de ascendencia de raza negra, hipertensos cronicos, mujeres
con Preeclampsia temprana en sus embarazos previos, también aquellas con
asistencia para concebir y en donde su IMC fue alto. En el grupo de Preeclampsia
tardia, hubo una mayor prevalencia de mujeres negras, mujeres con una maternidad
y la historia de la Preeclampsia temprana, y aquellas con IMC alto. En el grupo de
Hipertension gestacional, hubo una mayor prevalencia de mujeres con una maternidad
e historia de la Preeclampsia temprana, y con IMC alto.

Los resultados con respecto al area bajo la curva para la deteccion de preeclampsia
temprana fueron de (0.794), para Preeclampsia tardia y para la Hipertension

gestacional fue de 0.796 respectivamente.
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CAPITULO Ill. DESARROLLO DE LA METODOLOGIA PROPUESTA

3.1 Metodologia para la obtencién de datos

Se realizo un estudio transversal retrospectivo a un total de 4000 expedientes clinicos
revisados en dos hospitales de segundo nivel de la ciudad de Chilpancingo Guerrero
México. Estos son el Hospital General Raymundo Abarca Alarcén y en el Hospital de
la Madre y el nifio Guerrerense, encontrando 318 casos de estudio, 53 casos que
fueron etiquetados con preeclampsia, 57 fueron productos con bajo peso, 27 neonatos
clasificados con peso alto para la edad gestacional, 96 casos de diabetes gestacional
y 86 casos de embarazos de control, la fecha de ocurrencia de las comorbilidades fue
del afo 2013 al 2019. La informacion se obtuvo principalmente del expediente clinico
de la paciente, asi como la hoja de codificacion para el recién nacido, se recabaron
datos previos a la labor de parto y post resolucion. Entre las variables evaluadas se
consider6 el antecedente familiar de enfermedades crénico-degenerativas, estrato
socioecondmico, tipo de parto (caracteristicas cualitativas), edad, peso, tension
arterial, talla, indice de Masa Corporal (IMC: pesof/talla?) y condicién bioquimica de la

gestante (caracteristicas cuantitativas).

Se evalué al nacimiento las mediciones antropométricas del neonato, a partir del cual
y de acuerdo a los criterios de la Asociacion Americana de Pediatria se definié bajo
peso (<2500 g) y macrosomia (24000 g). Ademas, se evalu6 el APGAR, considerando

la escala Silverman/ Andersen, la presencia de malformaciones.

A continuacion, se describen los principales apartados del expediente clinico de donde

se extrajeron las variables que participaron en el estudio.

En el apartado “Hoja de hospitalizacién” se obtuvieron datos como el peso y la talla

materna.

Del apartado “Nota de ingreso” se obtuvieron las variables de predisposicion genética,
como antecedentes de hipertension, antecedente de diabetes mellitus tipo 2 asi como
el parentesco de los familiares. De este apartado también se obtuvieron variables
como el total de gestas, partos, abortos y la cantidad de cesareas, variables
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sociodemograficas como; edad, escolaridad, ocupacién, tension arterial sistdlica y

diastolica.

Del apartado “Nota inicial del recién nacido” en el cual se puede obtener gran parte de

las variables utilizadas que tienen que ver con el estado de salud del recién nacido

% Peso

« Talla

+« Perimetro craneal

«»» Perimetro de térax

% perimetro abdominal
« Tamano de pie

¢ Frecuencia cardiaca
¢ Frecuencia respiratoria
% APGAR 1Y%

« Escala Silverman

De la hoja “valoracién inicial gineco-obstétrica (Triage)” se obtuvieron las variables de

tension arterial sistélica (TAS) y la tension arterial diastdlica (TAD).

De la hoja “Estudio sociodemografico” se obtuvieron las variables; Exposicion a

contaminantes como el polvo y humo, escolaridad, ocupacién

Del apartado “historia clinica” se obtuvieron las variables ocupacion, antecedentes
personales herederos familiares y las variables obstétricas como el total de partos,
cesareas, abortos, gestas y obitos, este es el segundo apartado del que es posible

extraer estas variables

Del apartado “hoja frontal para diagnéstico y operaciones quirurgicas” se obtuvieron
el tipo de diagndstico inicial de la paciente, asi como el tipo de parto, si fue cesarea o

si fue eutdcico.

Del apartado “hoja quirurgica” se puede obtener informacion como; el sangrado total

durante la intervencién quirurgica.
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En los casos de preeclampsia se lleva a cabo un estudio de laboratorio que incluye
biometria hematica, y estudio general de orina, de los cuales se obtienen las

siguientes variables;

Tabla 3.1 Caracteristicas obtenidas mediante un estudio de laboratorio

No. Caracteristicas maternas
1 Eritrocitos
2 Hemoglobina
3 Hematocrito
4 Volumen Globular Medio (vgm)
5 Concentracion de Hemoglobina
Corpuscular Media (cmhb)
6 cmhbc
7  Distribucién de glébulos rojos (rdw)
8 plaquetas
9  Volumen Plaquetario Medio (vpm)
10 Leucocitos
11 Neutrofilo
12 Linfocito
13 Monocito
14 Eosinofilo
15 Basofilo
16 Glucosa
17 Urea
18 Creatinina
19 Acido Urico
20 Nitrogeno Ureico en la Sangre(bun)
21 Colesterol
22 Trigliceridos

Para poder tener acceso a los expedientes clinicos fue necesario realizar las
solicitudes correspondientes al jefe de ensefanza del Hospital, el Dr. Emmanuel
Gonzalez Abonce, en el anexo 1 se encuentra el documento que autoriza la entrada a

archivo clinico.
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3.2 Descripcién de la metodologia propuesta

La parte fundamental de esta investigacion son los datos, puesto que en ellos recae
la posibilidad de obtener buenos o malos resultados. El set de datos que se utilizd
tiene la ventaja de ser situaciones reales y, por lo tanto, su validez es aceptable. Es
preciso enfatizar que al tratarse de datos personales es sumamente complicado
obtenerlos, y mas aun siendo datos médicos.

La metodologia general propuesta que se utilizdé para llevar a cabo las pruebas

necesarias y posteriormente documentar los resultados se muestra en la figura 3.1.

ANALISIS MULTIVARIABLE

Set de datos
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Figura 3.1. Metodologia propuesta

La metodologia se divide en 2 etapas que a continuacién se describen:

Analisis multivariable

Se tiene una base de datos con informacion de gestantes que presentaron embarazos
de alto riesgo, la cual contiene caracteristicas sociodemograficas, clinico-
antropométricas, asi como obstétricas, tal como fueron recolectados de los
expedientes clinicos. Por lo tanto, para que estos valores puedan ser utilizados en

programacion es necesario realizar una adecuacion, prestando atenciéon a mantener
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la naturaleza de estos. La base de datos esta contenida en una hoja de calculo con
formato xlIsx, los casos de preeclampsia, macrosomia, bajo peso y los embarazos sin
complicaciones fueron recolectados del Hospital general Raymundo Abarca Alarcon,
la base de datos con embarazos que presentaron DG fue proporcionada por el
laboratorio de diabetes y obesidad de la facultada de Ciencias Quimico-Biolégicas de
la Universidad Autonoma de Guerrero. Una vez realizado el preprocesamiento se
exporta a un formato “csv’, lo que agrega facilidad para realizar las pruebas

necesarias. Se realiza un proceso de adecuacion para obtener un archivo numeérico.

El método de seleccion de caracteristica que se utilizé fue el “wrappers”, éste, utiliza
el algoritmo de aprendizaje automatico de interés como una caja negra para calificar
subconjuntos de variables de acuerdo con su poder predictivo. Se prueban todas las
combinaciones de variables posibles y se lleva un registro del puntaje de prediccion,

en seguida se muestra aquella combinacién que dio el puntaje mas alto (Guyon, 2003).

De esta parte de la metodologia se obtuvo como resultado aquellos algoritmos que
segun la naturaleza de los datos se adecuan mejor. Pero también se obtuvieron los
conjuntos de caracteristicas o factores de riesgo predominantes para cada
comorbilidad, esto en funcion de los mejores resultados para obtener qué factores de

riesgo sobresalen para la comorbilidad que se esté estudiando.

Se desarrollé un modelo de red neuronal que contenia las caracteristicas del universo
de los datos con los que inicialmente se inicié la investigacion. Este modelo fue
desarrollado, entrenado y exportado del lenguaje de programacion Python para
posteriormente ser utilizado en una aplicacion Android. Esta aplicacidon contiene este
modelo y una interfaz que solicita al usuario el vector de caracteristicas o valores de
factores de riesgo de un nuevo registro, la cantidad de factores es igual al conjunto
que resultdé del analisis multivariable o incluso puede ser utilizadas las variables

iniciales.
En funcién del aprendizaje, el modelo hace una inferencia para conocer si la clase es

positiva o negativa, el porcentaje de exactitud de la inferencia dependera directamente

del tamano de la muestra con la que el modelo entrend.
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3.3 Adecuacion de los datos

La base de datos consiste en un grupo selecto de caracteristicas de cada paciente,
con informacion de antecedentes familiares de DM2, asi como de hipertension;
también habitos de alimentacion e higiene, caracteristicas clinico-metabdlicas,

antropomeétricas y sociodemograficas.

Tabla 3.2 Descripcion de las variables utilizadas en el anélisis

# Caracteristicas Promedio () Min Max Std (1)
1 edad 25 13 44 6.50
2 escolaridad Secundaria  Sin escolar Lic. 1.12
3 ant_fam_dm2 Sin antece No Si 0.47
4 SOCIODEMOGRAFICAS parentesco_dm2 Sin parentezco No Madre 1.24
5 ant_fam_hta Sin antece No Si 0.42
6 parentesco_hta  Sin parentezco No Padre 1.04
7 Contaminacién Humo Ninguno Ambos 0.00
8 Peso 67 40 105 12.15
9 Talla 2 1 2 0.07
10 ANTROPOMETRICAS IMC 29 18 46 4.95
11 TAS 117 80 220 23.44
12 TAD 74 50 13.41
13 Total Gestas 2 0 11 1.66
14 . Total de partos 1 0 11 1.59
15 OBSTETRICAS Total cesareas 0 0 2 0.56
16 Total de Abortos 0 0 2 0.39
17 Eritrocitos 4 2 12 0.65
18 Hemoglobina 0.15 0 1 0.36
19 Hematocrito 37 13 65 4.80
20 vgm 88 62 113 7.03
21 cmhbc 30 19 93 5.89
22 cmhbc 34 30 53 1.66
23 rdw 13 9 23 2.14
24 Plaquetas 227 42 526 69.43
25 vpm 9 7 16 1.05
26 Leucocitos 11 4 33 3.57
27 . Neutrofilo 70 6 92 12.29
28 CLINICAS Linfocito 23 6 80 9.82
29 Monocito 5 1 14 2.43
30 Eosinofilo 1 0 10 0.95
31 Basofilo 1 0 7 0.71
32 Glucosa 91 53 326 32.78
33 Urea 17 9 43 5.41
34 Creatinina 1 0 1 0.14
35 Acido Urico 5 2 10 1.32
36 bun 8 4 21 2.61
37 Colesterol 235 97 388 52.34
38 Triglicéridos 309 118 1341 125.98
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Se llevo a cabo una discriminacion de variables con el objetivo de realizar nuevamente

las mismas pruebas y observar el comportamiento de los algoritmos cuando el

universo de datos disminuye, dicha seleccion de caracteristicas estuvo a cargo de la

Dra. Irisi Paola Guzman Guzman. En la tabla siguiente se muestran las variables que

resultaron después de dicha seleccidn, ver tabla 3.3.

Tabla 3.3 Variables seleccionadas para medir el rendimiento de los Algoritmos sin TAS y TAD

Caracteristicas maternas

Nombre de la Variable

© 00 N o o b~ w DN P

N B R R R R R R R R R
O © o N o o0 M W N P O

Edad

Escolaridad

Antecedente Familiar DM2

Parentesco DM2
Antecedente Familiar Hta
Parentesco Hta
Contaminacion
Peso
Talla
IMC
TAS
TAD
Total Gestas
Total Partos
Total de cesareas
Total de abortos
Anemia
Plaguetas
Glucosa

Colesterol

edad
escolaridad
antFamDM2
parFamDM2
antFamHt
parFamHt
contaminacion
peso
talla
IMCMat
TAS
TAD
totGestas
totPartos
totCesareas
totAbortos
anemia
plaquetas
glucosa

colesterol

Los resultados con esta cantidad de variables se encuentran en el anexo 2 de este

trabajo.
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Para realizar las pruebas necesarias y obtener el rendimiento de los algoritmos de
aprendizaje automatico es de suma importancia contar con una base de datos
adecuada, lo ideal seria tener suficientes registros positivos y negativos con los cuales
realizar multiples pruebas, modificar la cantidad de variables y obtener cual es el
desempefio de cada algoritmo disponible. La Dra. Iris Paola Guzman Guzman,
adscrita al laboratorio de diabetes y obesidad, fue la encargada de proporcionar los
datos de los que disponia. Posteriormente al realizar una estancia en el Hospital
General Dr. Raymundo Abarca Alarcon, se logré conseguir datos de embarazos de
alto riesgo, asi como informacioén de la resolucion de los mismos. En los datos iniciales
algunos tenian un formato de respuesta tipo cadena de texto, no numérico, esto
genera un inconveniente para ser utilizados en algun ambiente de programacion, por
lo tanto, para poder realizar pruebas con ellos, se adecuaron, lo anterior, sin alterar su

significado o su valor numérico, en la figura 3.2 se observa una muestra de los datos

crudos.
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Figura 3.2. Datos sin adecuacion

La adecuacion consistio en establecer un archivo numérico para todos ellos, en los
casos en los que éstos fueran tipo cadena de texto se establecié un criterio para
colocar un valor numérico representativo; por ejemplo, para la variable

“‘contaminacion”, para obtener esta variable se realiza un breve cuestionario directo
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en el cual se le pregunta a la gestante o en su defecto al familiar responsable al
momento si existe una exposicion a contaminantes como humo de lefa, polvo u otro
tipo. La variable de antecedente familiar de DM2 o Hipertension fue adecuada de la
siguiente manera, primeramente, se documenta si existe algun antecedente de cada
una de ellas, y posteriormente se pregunta el parentesco de origen del antecedente.

A continuacion, se describen las adecuaciones necesarias para cada una de las
variables; el orden que se tomo para describirlas obedece al orden original de la base

de datos proporcionada, no por orden de importancia:

Edad materna: La edad es una variable sociodemogréfica, por la facilidad para
documentarla no requiere profundizar en ella, solo se requiere el valor numérico en

anos.

Escolaridad: Establece el grado que curso la gestante; para esta variable se utilizaron

las categorias que se muestran en la tabla 3.

Tabla 3.4 Asignacion de valores numéricos al grado escolar

No. [Grado escolar Valor_numerlco
asignado
1 No hay dato -1
2 Sin estudios 0
3 Primaria 1
4 Secundaria 2
5 Preparatoria 3
6 Licenciatura 4
7 Posgrado 5

Antecedente familiar con diabetes tipo 2: Esta variable se utiliza para conocer si
existe algun familiar en el arbol genealdgico que haya padecido esta enfermedad; La

asignacioén de valores numéricos es la siguiente: no hay dato =-1, NO =0y Sl = 1.
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Tabla 3.5 Asignacion de valores numéricos para antecedentes familiares con DM tipo 2

No. Antecedente familiar con | Valor numérico
diabetes mellitus tipo 2 asignado
1 No hay dato -1
2 NO 0
3 Sl 1

Parentesco familiar con diabetes tipo 2: Podria darse el caso que en la variable de

antecedente familiar no se cuente con registro, eso es distinto a que no existe un

antecedente familiar, por lo tanto, deben ser dos valores numéricos diferentes. Si el

valor numérico en la variable antecedente familiar con diabetes mellitus 2 es NO, la

respuesta en el parentesco es negativa y se le asigna un valor numérico a esta

variable de 0. Esta variable es relevante cuando la respuesta al antecedente es

afirmativa, se pregunta cual es el parentesco que tiene la gestante con el familiar que

tuvo diabetes mellitus tipo 2.

Tabla 3.6 Asignacion de valores numéricos a parentesco familiar con DM tipo 2

Parentesco familiar con | Valor numérico
No. . . .
diabetes mellitus 2 asignado
1 No hay dato -1
2 Negativo 0
3 Abuelos 1
4 Padre 2
5 Madre 4

Antecedente familiar con hipertensiéon: Con esta variable se busca conocer si

existe una predisposicion a padecer hipertension, al igual que la variable de

antecedente para diabetes, las posibles respuestas son 3.

Tabla 3.7 Asignacion de valores numéricos para antecedentes familiares con Hipertension

No. Antecedente familiar con | Valor numérico
Hipertension asignado
1 No hay dato -1
2 NO 0
3 Sl 1
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Parentesco familiar con hipertension: La asignacion de valor numérico para las
opciones de esta variable son similares al antecedente de diabetes mellitus tipo 2. El

valor numérico mas alto es asignado a la respuesta afirmativa para el padre.

Tabla 3.8 Asignacion de valores numéricos a parentesco familiar con Hipertension

No. Parentesco familiar con | Valor numérico
Hipertension asignado

1 No hay dato -1

2 Negativo 0

3 Abuelos 1

4 Madre 2

5 Padre 4

Exposicion a contaminacién de humo y polvo: Con esta variable se conoce si la
madre en su vida cotidiana esta expuesta a factores contaminantes tales como; humo
y polvo, si vive en alguna comunidad, probablemente la exposicidon a humo de lefia
sea muy frecuente. Pero también puede darse el caso de que este expuesta a
contaminacion de polvo por la cercania a alguna trituradora o mina. Para asignar

valores numéricos a esta variable se tomo el siguiente criterio:

Tabla 3.9. Asignacion de valores numéricos para exposicién a contaminacion

NG Exposicibn ahumoy | Valor numérico
' polvo asignado
1 No hay dato -1
2 ninguno 0
3 humo 1
4 polvo 2
5 ambos 3

Se tienen registros del peso y la talla de la gestante, con estas dos variables se

calcula el IMC usando la férmula (imc=peso/talla?).

El set de datos contiene informacién de caracteristicas de mediciones de presién
arterial, Tension Arterial Sistélica (TAS) y Tension Arterial Diastélica (TAD). Para
el caso de estas variables no fue necesario recategorizar, se utilizé su valor numérico

bruto que se almacend en la base de datos.
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El set de datos también contiene informacion obstétrica de las gestantes; se
documentan variables tales como el total de gestas que ha tenido (totGestas), asi
como si la resolucion de alguna de ellas ha sido a través de cesarea (totCesareas) y
también informacion si ha tenido algun aborto (totAbortos), también se incluye la
variable que describe las ocasiones en que un embarazo ha terminado por parto

natural (totPartos).
Con el objetivo de incrementar el universo de estudio, y tomando en cuenta que se

tenia disponibles las siguientes variables, su utilizaron como parte del muestreo, ver
tabla 3.10.

Tabla 3.10 Variables que se incluyen en el universo de datos

eritrocitos linfocito

hemoglobina | monocito

hematocrito |eosinofilo

vgm basofilo
cmhb glucosa
cmhbc urea

rdw creatinina

plaquetas |acidoUri

vpm bun
leucocitos | colesterol
neutrofilo | trigliceridos

De las anteriores variables no fue necesario una adecuaciéon, debido a que los valores

de éstas, es numérico, por lo tanto, se utiliza ese valor.

Para realizar las pruebas necesarias en la comorbilidad de diabetes gestacional fue
necesario utilizar un set de variables que estuvieran disponibles en el set datos de
embarazos de sin complicaciones, asi como en el set de datos de diabetes
gestacional, esto debido a que estos dos conjuntos de datos fueron recolectados de
dos hospitales distintos, en la tabla 3.11 se muestra un resumen de las variables
utilizadas.
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Tabla 3.11 Variables utilizadas para la comorbilidad de DG

H*

Nombre de variable

Edad

Escolaridad

Antecedente Fam. Con DM2
Parentesco Fam. Con DM2
Antecedente Fam. Hta.
Parentesco Fam. Con Hta.
Contaminacion

Peso

Talla

indice de masa corporal (imc)
Tension Arterial Sistolica (TAS)
Tension Arterial Diastolica (TAD)
Total de Gestas

Total de Partos

Total Cesareas

Total de Abortos

Eritrocitos

Hemoglobina

Plaquetas

Glucosa

Colesterol

0 NOo Ok WDN -

[ NS |G T R O N i U UL U G G G (o )
- O O©W oo ~NOoO O~ WNhN-—~O

Se realizaron pruebas con la siguiente configuracién utilizaron las variables antes
enlistadas: Con un total de 96 instancias positivas con diabetes gestacional y 86
instancias negativas, es decir embarazos que no presentaron complicaciones durante
0 en la resolucién de este. Se obtuvieron los siguientes resultados que se muestran
en la tabla 4.9
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3.4 Usando Weka para la seleccién de atributos

Cuando se tiene los datos listos para ser utilizados, se inicia con una parte importante
del trabajo de investigacion; modelar los datos para poder obtener los subconjuntos
de los factores de riesgo en cada comorbilidad, prescindiendo de aquellos factores
menos sobresalientes o redundantes, y utilizar aquellos que segun la etapa de
seleccion de caracteristicas son determinantes. A continuacion, se detalla la
metodologia especifica que se utilizd para determinar cuales son los algoritmos que

mejor se desempenan, y cuales son los factores de riesgo con los que mejor lo hacen.

Etapa 1: En esta etapa se establecen los nombres de todas las variables que van a
ser incluidas en el estudio, para un mejor manejo de la base de datos, aquellas que

sean tipo cadena son convertidas a valores numeéricos.

Etapa 2: Prueba de algoritmos de aprendizaje automatico, utilizando las 23 variables
para medir el rendimiento, utilizando métricas de validacidn; sensibilidad,

especificidad, exactitud y curva ROC.

Etapa 3: Las técnicas de seleccion de caracteristicas generan subconjuntos de
atributos que tienen buena capacidad predictiva. Se basan en el supuesto de que un
atributo dado puede tener un mejor poder predictivo cuando se combina con otros, en

comparacion de cuando se usa solo (Rathore et al., 2014).

En Weka, la pestafia “Select Atributes” permite acceder al area de seleccion atributos.
Esta opcion permite la busqueda a través de todas las posibles combinaciones de
atributos en los datos para encontrar qué subconjunto funcionan mejor para la

prediccion.

Existen dos opciones (Attribute Evaluator, Search Method), que se deben elegir

para poder realizar la seleccion de atributos en Weka:

Attribute Evaluator: Este método es el encargado de evaluar cada uno de los casos
a los que se le de acceso y le dara a cada atributo un peso especifico.
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Esta técnica evalua cada atributo con el conjunto de datos; se evalua en el contexto
de la variable de salida (la clase). Esta técnica permite probar o navegar entre
diferentes combinaciones de atributos del conjunto de datos para generar una lista de
caracteristicas seleccionadas, con estas se pretende obtener el mismo o mejor

porcentaje de clasificacidon correcta.

El evaluador de atributos WrapperSubsetEval, evalua mediante el uso de algoritmos
de aprendizaje. Este evaluador utiliza la validacion cruzada para estimar la precision

del esquema de aprendizaje de un conjunto de atributos.

Search Method: El siguiente paso sera elegir el método de busqueda que sera el
encargado de generar el espacio de pruebas. La opcion de “Search Method”

determina el mérito de atributos individuales o subconjuntos de atributos.

El método de busqueda GreedyStepwise, realiza una busqueda minuciosa hacia
adelante o hacia atras a través del espacio de los subconjuntos de atributos. Puede
comenzar sin o con todos los atributos, o desde un punto arbitrario. Se detiene cuando
la adicion o eliminacidn de cualquier atributo restante produce una disminucion en la

evaluacion.

Se genera una tabla de clasificacidon con todas las variables y una con seleccion de
caracteristicas para conocer aquellos atributos sobresalientes, asi como el porcentaje
que se obtiene en las métricas de validacion, y ademas se obtienen las graficas ROC

de las tablas.

3.5 Implementaciéon de un modelo de red neuronal

Dentro de la metodologia propuesta se establecié la posibilidad de experimentar con
redes neuronales, se utilizdé el mismo set de datos y se obtuvieron los valores de las
métricas de validacién. Esto se llevo a cabo siguiendo la metodologia antes descrita.
Es importante mencionar que el modelo de red neuronal no se encuentra dentro del
set de algoritmos del software Weka. Por lo tanto, se desarrollé y configuré un modelo

de red neuronal en el lenguaje de programacion Python. El procedimiento de
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configuracion para generar este modelo de red neuronal, entrenarlo, asi como

exportarlo se explica en el anexo 2.

3.6 Desarrollo de una aplicacion Android

Se desarrollé una aplicacion intuitiva para poder validar el modelo, a continuacién, se
muestra el diagrama de flujo.

Carghr intertaz

Y

Espera a que ol asuano
intreduzea datos

0 lheerd 10doy os campe co
dann conecto

Los datos se colocan en
un vector de tipo flotante

Mostrat Infarencia para 4 re)

Figura 3.3 Diagrama de flujo de la aplicacion.
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Inicio: Se ejecuta la aplicacion

Cargar interfaz: Se invocan el método onCreate() nativo de Android, en el cual se
cargan , las cajas de texto, los botones, las librerias entre otros elementos necesarios
para poder visualizar la interfaz previamente disefiada.

Seleccionar comorbilidad:

Espera a que el usuario introduzca datos: Una vez cargada la interfaz, la aplicacion
espera a que el usuario introduzca todos los datos que le solicita, y valida que cada
caja de texto contenga valores de tipo numérico. Ademas, la aplicacién espera a que

el usuario decida si utiliza el botén “procesar” o utiliza el boton “limpiar”.

Validar datos: Si el usuario presiona el boton “procesar”, la aplicacion manda a
ejecutar los siguientes métodos: El método validar, verifica que ninguna caja de texto
este vacia, si el usuario no rellena todos los campos y ha presionado, se envia un
mensaje de alerta que le indica cual caja de texto omitié rellenar y lo regresa a la caja

en cuestion, esto es repetitivo si el usuario omite la misma caja u otra.

Usuario llené todos los campos con dato correcto: Este se encarga de tomar todos
los valores en las cajas de texto, esto lo logra a través de la invocacion de

transferencia de informacién entre la interfaz y el lenguaje Java.

Los datos se colocan en un vector de tipo flotante: Toda la informacion que se
obtiene es ordenada dentro de un vector, el cual tendra una longitud equivalente al
total de los valores solicitados en la interfaz. A continuacion, este método invoca al

siguiente. Normalizar datos.

Normalizar datos del vector: El método de normalizar contiene dos vectores de
caracteristicas que fueron exportados del entrenamiento en el lenguaje de
programacion Python. Estos corresponden a los maximos y minimos de cada factor
de riesgo o caracteristica de cada registro incluidos en el set de datos. Esto se utiliza
para normalizar el nuevo vector que el usuario esta introduciendo, a través de la

formula de normalizacion.
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(X-Xmin)(b—a) (8)

Xmax—Xmin

X =a+
Una vez normalizados los datos se regresa un vector de datos normalizados.

Ejecucion del modelo, salida[ ] = NN(vectorN): Este importa el modelo NN que se
encuentra en una direccion especial del proyecto Android, la carpeta que se crea para
almacenarlo tiene por nombre “essets”, se construye un objeto de la clase de
“TensorFlowlinferencelnterface” para poder utilizar los métodos de tensorflow en la
aplicacion Android y de esta manera poder hacer una clasificacion. Se especifica la
longitud del vector, en el que estan almacenados los valores normalizados, y también
se especifica qué tipo de clasificacion es, si es binaria o de otra naturaleza, la anterior

configuracion se establece cuando se crea el objeto, como se muestra a continuacion.
Objeto.feed(input_nodo, vector[ ], 1,longitud);

Mostrar inferencia para cada comorbilidad: Para hacer la inferencia se establece
un umbral para decidir si la salida del modelo pertenece a la clase 0 (ausencia de
comorbilidad) o a la clase 1 (si existe comorbilidad). La inferencia es mostrada en un

mensaje de la aplicacion.
Compartir: Se genera un archivo txt con todos los datos de entrada y con el resultado

de la inferencia, este puede ser compartido a través de correo o en alguna red social,

como what’s App.
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CAPITULO IV. RESULTADOS

La base de datos que se utilizé para poder llevar a cabo el estudio que se describe en
este trabajo de investigacion estd conformado de la siguiente manera como se

muestra en la grafica 3.1.

Casos de estudio (318)

96

100 86
90
80
2o 5 59
60
50
40 25
30
20
10
0

Tipo de Comorbilidades y sanos

Total de casos

Grafica 3.1 total de casos de estudio

Se puede observar que se utilizan datos de 4 comorbilidades, Preeclampsia,
Macrosomia, Bajo peso, Diabetes Gestacional y también se utilizan una muestra de
embarazos en los cuales no existieron complicaciones durante o al momento de la
resolucion.

En la tabla 4.1 se muestra el ejemplo de un registro con datos crudos, tal y como es
recolectado de los expedientes clinicos, y en la tabla 4.2 se muestra el mismo registro

pero adecuado, utilizando los criterios de la metodologia propuesta y descrita en el

capitulo III.

Tabla 4.1 valores crudos Tabla 4.2 valores adecuados
# Caracteristica Valor # Variable Valor
1 edad m 27 1 edad 27
2 escolaridad Secundaria 2 escolaridad 2
3 ant_fam_dm2 No 3 antFamDm?2 0
4 parentesco_dm?2 No 4 parenFambDm2 0
5 ant_fam_hta Si 5 antFamHta 1

continuacion tabla 4.1

64



# Caracteristica Valor # Variable Valor
6 parentesco_hta No especifica 6 parenFamHta -1
7 Contamiacion No 7 contaminacion 0
8 Peso 60 8 peso 60
9 Talla 1.46 9 talla 1.46
10 IMC 28.1479 10 IMCMat 28.1479
11 TAS 110 11 TAS 110
12 TAD 70 12 TAD 70
13 Total Gestas 3 13 totGestas 3
14 Total de partos 3 14 totPartos 3
15 Total cesareas 0 15 totAbortos 0
16 Total de Abortos 0 16 Total de Partos 0
17 Eritrocitos 3.71 17 eritrocitos 3.71
18 Hemoglobina 0 18 hemoglobina 0
19 Hematocrito 37.87 19 hematocrito 37.87
20 vgm 102 20 vgm 102
21 cmhb 34.16 21 cmhb 34.16
22 cmhbc 33.48 22 cmhbc 33.48
23 rdw 11.5 23 rdw 11.5
24 Plaquetas 264 24 plaguetas 264
25 vpm 8.58 25 vpm 8.58
26 Leucocitos 8.01 26 leucocitos 8.01
27 Neutrofilo 64 27 neutrofilo 64
28 Linfocito 26.5 28 linfocito 26.5
29 Monocito 8.7 29 monocito 8.7
30 Eosinofilo 0.8 30 eosinofilo 0.8
31 Basofilo 0.5 31 basofilo 0.5
32 Glucosa 83 32 glucosa 83
33 Urea 12.26 33 urea 12.26
34 Creatinina 0.64 34 creatinina 0.64
35 Acido Urico 5.2 35 acidoUri 5.2
36 bun 9 36 bun 9
37 Colesterol 2.64 37 colesterol 2.64
38 Triglicéridos 597 38 triglicéridos 597
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En la siguiente tabla 4.3, se muestran el rendimiento de los 35 algoritmos utilizando el
set completo de variables con un total de 53 instancias positivas y 69 instancias
negativas, sin aplicar seleccion de caracteristicas, esto para la comorbilidad de

Preeclampsia.

Tabla 4.3. Rendimiento de los algoritmos sin utilizar seleccion de caracteristicas

# Clasificador Sensibilidad Especificidad ROC Exactitud
1 RandomCommitte 0.88 0.899 0.932 0.89
2 RandomForest 0.84 0.957 0.942 0.91
3 JRip 0.82 0.942 0.881 0.89
4 OneR 0.82 0.957 0.888 0.90
S Bagging 0.8 0.957 0.921 0.89
6 LogitBoost 0.8 0.957 0.948 0.89
7  PART 0.8 0.913 0.865 0.87
8 J48 0.8 0.855 0.837 0.83
9 NaiveBayes 0.78 0.928 0.893 0.87
10 NaiveBayesUpdateable 0.78 0.928 0.893 0.87
11 AttributSelectedClassifier 0.78 0.812 0.799 0.80
12 |terativeClassifierOptimizer 0.78 0.942 0.94 0.87
13 RandomSubSpace 0.78 0.971 0.917 0.89
14 LMmT 0.78 0.87 0.895 0.83
15 REPTree 0.78 0.942 0.829 0.87
16 BayesNet 0.76 0.899 0.889 0.84
17 SimpleLogistic 0.76 0.899 0.901 0.84
18 HoeffdingTree 0.76 0.884 0.88 0.83
19 MultilayerPerceptron 0.74 0.942 0.887 0.86
20 SDG 0.74 0.928 0.834 0.85
21 sSMO 0.74 0.957 0.848 0.87
22 AdaBoostM1 0.74 0.957 0.937 0.87
23 ClassificationViaRegression 0.74 0.957 0.898 0.87
24 MultiClassClassifierUpdateable 0.74 0.928 0.834 0.85
25 FilteredClassifier 0.72 0.87 0.79 0.81
26 DecisionTable 0.72 0.899 0.81 0.82
27 DecisionStump 0.72 0.957 0.833 0.86
28 RandomTree 0.72 0.797 0.759 0.76
29 Logistic 0.7 0.739 0.744 0.72
30 LwL 0.7 0.957 0.817 0.85
31 MultiClassClassifier 0.7 0.739 0.744 0.72
32 RandomizableFilteredClassifier 0.66 0.826 0.74 0.76
33 IBK 0.54 0.942 0.726 0.77
34 Kstar 0.4 0.957 0.77 0.72
35 VotedPerceptron 0.34 0.913 0.718 0.67
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En la tabla 4.4, se encuentran el rendimiento obtenido con las siguientes caracteristicas. Se utiliza el set completo de variables con

53 instancias positivas y 69 instancias negativas, para este caso se utilizo técnicas de seleccién de caracteristicas y 35 algoritmos.

Tabla 4.4 Rendimiento de los algoritmos aplicando seleccion de caracteristicas para Preeclampsia

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
! RandomForest (7) edad, IMCMat, TAS, totGestas, ) o, 0.92 0.9 0.942
vpm, neutrofilo, eosinofilo
2 NaiveBayes (3) peso, TAS, colesterol 0.929 0.92 0.88 0.957
3 NaiveBayesUpdateable (3) peso, TAS, colesterol 0.929 0.92 0.88 0.957
4 IBK (4) parenFamHta, TAS, TAD, cmhb, - oo 0.91 0.88 0.928
linfocito
5 HoeffdingTree (2) TAS, colesterol 0.94 0.92 0.88 0.957
6 SDG (5) escolaridad, TAS, cmhb, 0.908 0.92 0.86 0.957
monocito, acidoUri

7 laridad, TAS hb

MultiClassClassifierUpdateable (5) ~ >c0ar'@ad, 1As, cmnb, 0.908 0.92 0.86 0.957

monocito, acidoUri
8 Logistic (4) TAS, eosinofilo, urea, acidoUri 0.922 0.92 0.84 0.971
FamDm?2, TAS, TAD
? MultilayerPerceptron (5) parenFambm2, TAS, TAD, 0.903 0.93 0.84 1
totAbortos, bun
10 Kstar (2) TAS, totGestas 0.916 0.91 0.84 0.957
11 MultiClassClassifier (4) TAS, eosinofilo, urea, acidoUri 0.922 0.92 0.84 0.971
12 RandomizableFilteredClassifier (2) TAS, totAbortos 0.885 0.90 0.84 0.942
13 148 (4) TAS, TAD, hemoglobina, 0.886 0.88 0.84 0.913
neutrofilo

14 RandomTree (3) antFamHta, TAS, totGestas 0.883 0.90 0.84 0.942
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Continuacidn tabla 4.4

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
15 SimpleLogistic (1) TAS 0.922 0.90 0.82 0.957
16 AdaBoostM1 (5) peso, TAS, TAD, totAbortos, 0.948 0.90 0.82 0.957
neutrofilo
17 ClassificationViaRegression (4) parenFamHta, t?”a' TAS, 0.91 0.90 0.82 0.957
acidoUri
18 IterativeClassifierOptimizer (2) antFamDm?2, TAS 0.851 0.90 0.82 0.957
29 LogitBoost (2) parenFamDm?2, TAS 0.884 0.90 0.82 0.957
20 RandomCommitte (3) parenFamDm?2, TAS, totGestas 0.909 0.89 0.82 0.942
21 OneR (1) TAS 0.88 0.90 0.82 0.957
22 LMT (1) TAS 0.922 0.90 0.82 0.957
23 SMO (1) TAS 0.878 0.89 0.8 0.957
24 AttributSelectedClassifier (1) TAS 0.842 0.88 0.8 0.942
25 Bagging (1) TAS 0.899 0.89 0.8 0.957
26 RandomSubSpace (1) TAS 0.866 0.89 0.8 0.957
27 Jrip (3) TAS, vgm, neutrofilo 0.883 0.89 0.8 0.957
28 PART (5) escolaridad, peso, TAS, 0.835 0.89 0.8 0.957
totAbortos, leucocitos
29 REPTree (2) TAS, urea 0.852 0.88 0.78 0.957
30 BayesNet (1) TAS 0.833 0.86 0.72 0.957
31 LWL (3) antFamHta, TAS, TAD 0.889 0.88 0.72 1
32 FilteredClassifier (1) TAS 0.833 0.86 0.72 0.957
33 DecisionTable (1) TAS 0.834 0.86 0.72 0.957
34 DecisionStump (1) TAS 0.833 0.86 0.72 0.957
35 VotedPerceptron (4) edad, TAS, neutrofilo, 0.86 0.76 0.5 0.942
colesterol
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La tabla 4.3 muestra el rendimiento de los 35 algoritmos para la comorbilidad de
Preeclampsia, el algoritmo RandomComitte obtiene el mejor, la sensibilidad es de
0.88, la exactitud de 0.89 y un rendimiento de curva ROC de 0.932, lo sigue de cerca
el algoritmo RandomForest con una sensibilidad de 0.84, la exactitud de 0.91 y un
rendimiento en la curva ROC de 0.942, todo lo anterior es sin aplicar técnicas de

seleccidn de caracteristicas.

En la tabla 4.4 se muestran los resultados obtenidos siguiendo la metodologia
propuesta y aplicando técnicas de seleccion de caracteristicas descritas en el capitulo
[ll. ElI algoritmo RandomForest relaciona 7 factores de riesgo como los mas
sobresalientes durante el proceso de clasificacion binaria para la comorbilidad de
preeclampsia, con los cuales obtiene un rendimiento de sensibilidad, exactitud y curva
ROC de 0.9, 0.92 y 0.933 respectivamente. El rendimiento mejora cuando se aplica

seleccién de caracteristicas.
En la figura N, se muestra la curva ROC de los 5 algoritmos que obtuvieron el

rendimiento mas alto en el proceso dicotdmico de clasificacion, estos resultados son

aplicando seleccién de caracteristicas.

Curva ROC K=10

Sensitivity

0.2

0 0.5 1
1 - Specificity

Figura 4.1. Curva ROC de los 5 mejores algoritmos para la comorbilidad de preeclampsia
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En la tabla 4.5, se muestra el rendimiento de los 35 algoritmos para la comorbilidad
de macrosomia, pero sin aplicar seleccion de atributos, se encuentran ordenados de
forma descendente en funcién del maximo rendimiento obtenido en la variable se
sensibilidad con las siguientes caracteristicas; se utiliza el set completo de variables

y 25 instancias positivas, asi como 43 instancias negativas sin seleccion de atributos.

Tabla 4.5. Rendimiento de los algoritmos para la comorbilidad de macrosomia sin seleccién de

caracteristicas

# Clasificador Sensibilidad Especificidad ROC Exactitud
1 RandomTree 0.72 0.767 0.744 0.75
2 J48 0.64 0.791 0.695 0.74
3 LogitBoost 0.6 0.86 0.782 0.76
4 RandomCommitte 0.6 0.767 0.764 0.71
5 SimpleLogistic 0.52 0.767 0.628 0.68
6 RandomizableFilteredClassifier 0.52 0.721 0.624 0.65
7 PART 0.52 0.814 0.619 0.71
8 AdaBoostM1 0.48 0.791 0.676 0.68
9 ClassificationViaRegression 0.48 0.767 0.646 0.66
10 IterativeClassifierOptimizer 0.48 0.744 0.646 0.65
11 Logistic 0.44 0.674 0.527 0.59
12 MultilayerPerceptron 0.44 0.674 0.521 0.59
13 MultiClassClassifier 0.44 0.674 0.527 0.59
14 NaiveBayes 0.4 0.884 0.657 0.71
15 NaiveBayesUpdateable 0.4 0.884 0.657 0.71
16 LWL 0.4 0.93 0.634 0.74
17 Bagging 0.4 0.791 0.652  0.65
18 RandomForest 0.4 0.814 0.708 0.66
19 SMO 0.36 0.837 0.599 0.66
20 Kstar 0.36 0.837 0.695 0.66
21 OneR 0.36 0.86 0.61 0.68
22 LMT 0.36 0.767 0.614 0.62
23 SDG 0.32 0.721 0.52 0.57
24 IBK 0.32 0.698 0.501 0.56
25 MultiClassClassifierUpdateable 0.32 0.721 0.52 0.57
26 JRip 0.28 0.767 0.541 0.59
27 AttributSelectedClassifier 0.24 0.791 0.559 0.59
28 DecisionTable 0.24 0.86 0.561 0.63
29 HoeffdingTree 0.24 0.93 0.593 0.68
30 REPTree 0.24 0.884 0.601 0.65
31 RandomSubSpace 0.16 0.93 0.572 0.65
32 VotedPerceptron 0.12 1 0.586 0.68
33 DecisionStump 0.12 0.767 0.401 0.53
34 BayesNet 0.04 0.814 0.363 0.53
35 FilteredClassifier 0.04 0.86 0.402 0.56
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En la tabla 4.6 se muestra el rendimiento de los 35 algoritmos para la comorbilidad de macrosomia utilizando el set completo de

variables y 25 instancias positivas, asi como 43 instancias negativas con seleccidn de caracteristicas.

Tabla 4.6 Rendimiento de los algoritmos para la comorbilidad de Macrosomia con seleccién de caracteristicas

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
1 IBK (3) neutrofilo, glucosa, colesterol 0.861 89.71 0.84 0.93
FamDm?2 h
MultilayerPerceptron (6) antFamDm2, vgm, cmhb, 0.852 89.71 0.76 0.977
neutrofilo, bun, colesterol
3 RandomTree (2) creatinina, colesterol 0.833 85.29 0.76 0.907
4 LogitBoost (2) neutrofilo, colesterol 0.783 83.82 0.72 0.907
5 148 (3) hemoglobina, urea, acidoUri 0.737 80.88 0.72 0.86
lterativeClassifierOptimizer (3) P2 enfambm2, neutrofilo, 2, 82.35 0.68 0.907
colesterol
7 FamH fil
RandomCommitte (4) antFamHta, basofilo, 0.838 80.88 0.68 0.884
creatinina, colesterol
8 parenFamHta, peso,
SDG (7) totCesareas, eritrocitos, 0.785 82.35 0.64 0.93
neutrofilo, linfocito, colesterol
. . parenFamHta, peso,
MultiCl lassif I
ultiClassC as(s7|)|erUpdateab € totCesareas, eritrocitos, 0.785 82.35 0.64 0.93
neutrofilo, linfocito, colesterol
RandomizableFilteredClassifier edad, linfocito, basofilo, 0.741 7941 0.64 0.884

(5) creatinina, colesterol
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Continuacion tabla 4.6

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
11 RandomForest (2) creatinina, colesterol 0.814 80.88 0.64 0.907
12 Logistic (3) linfocito, eosinofilo, colesterol 0.72 82.35 0.6 0.953
13 Kstar (4) antramfita, IMCMat, 0.789 82.35 0.6 0.953
neutrofilo, colesterol
14
MultiClassClassifier (3) linfocito, eosinofilo, colesterol 0.72 82.35 0.6 0.953
LMT (3) eritrocitos, neutrofilo, 0.795 80.88 0.6 0.93
colesterol
16 antFamDm?2, parenFamDm?2,
NaiveBayes (7) TAD, neutrofilo, linfocito, 0.717 82.35 0.56 0.977
glucosa, acidoUri
17 antFamDm2, parenFamDm?2,
NaiveBayesUpdateable (7) TAD, neutrofilo, linfocito, 0.717 82.35 0.56 0.977
glucosa, acidoUri
18
LWL (1) colesterol 0.703 77.94 0.56 0.907
19
Jrip (3) cmhb, neutrofilo, acidoUri 0.687 77.94 0.56 0.907
20 antFamDmz2, peso, IMCMat,
SMO (8) totCesareas, plaguetas, 0.737 79.41 0.52 0.953
neutrofilo, linfocitos,
trigliceridos
21
OneR (2) eritrocitos, colesterol 0.69 73.53 0.52 0.86
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Continuacion tabla 4.6

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
22 PART (3) linfocito, urea, acidoUri 0.724 73.53 0.52 0.86
23 itroci
SimpleLogistic (4) antFamDm?, eritrocitos, 0.757 75.00 0.48 0.907
neutrofilo, colesterol
24
25 TAD, totP fil
AdaBoostM1 (4) , totPartos, neutrotilo, 0.78 77.94 0.48 0.953
acidoUri
26 . antFamDm2, hemoglobina,
Bagging (4) neutrofilo, colesterol 0.768 72.06 0.44 0.884
27 escolaridad, antFambDm?2, peso,
HoeffdingTree (7) plaguetas, neutrofilo, linfocito,  0.767 75.00 0.44 0.93
colesterol
ClassificationViaRegression (3) 21 amPm2, eritrocitos, 0.741 70.59 0.4 0.884
neutrofilo
29 inaci TAD
REPTree (4) contaminacion, 1AD, 0.653 69.12 0.32 0.907
creatinina, colesterol
30 DecisionTable (2) neutrofilo, acidoUri 0.65 70.59 0.28 0.953
VotedPerceptron (3) escolaridad, linfocito, 0.59 72.06 0.24 1
colesterol
32 AttributSelectedClassifier (1) acidoUri 0.529 72.06 0.24 1
RandomSubSpace (5) edad, linfocito, basofilo, 0.747 69.12 0.24 0.953
creatinina, colesterol
34
DecisionStump (1) colesterol 0.53 72.06 0.24 1
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La tabla 4.5 contiene el rendimiento de los algoritmos obtenido para la comorbilidad
de macrosomia utilizando la configuracién antes descrita. El algoritmo RandomTree
obtiene un rendimiento de sensibilidad, exactitud y curva ROC de 0.72, 0.75y 0.744
respectivamente, esto es sin aplicar técnicas de seleccidén de caracteristicas.

La tabla 4.6 muestra el rendimiento para la misma comorbilidad, pero aplicando
seleccion de caracteristicas y se obtiene lo siguiente; el algoritmo IBK relaciona 3
factores de riesgo como los mas determinantes para clasificar correctamente entre las
dos clases (presencia o ausencia de la comorbilidad).

Los factores asociados son neutrofilo, glucosa y el colesterol, con éstos se obtiene un
rendimiento de sensibilidad, exactitud y curva ROC de 0.84, 0.90 y 0.861.

En la figura 4.2, se muestras la curva ROC de los 5 algoritmos que obtuvieron el mejor
rendimiento de clasificaciéon, aplicando técnicas de seleccion de caracteristicas.

Curva ROC K=10

Sensitivity
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N
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1 - Specificity

Figura 4.2. Curva ROC de los 5 algoritmos con méas alto rendimiento de clasificacion para
macrosomia.

74



La tabla 4.7 muestra el rendimiento de los algoritmos obtenido para la comorbilidad
de bajo peso utilizando la siguiente configuracion; se utiliza el set completo de
variables, asi como 58 instancias positivas y 67 negativas sin seleccion de
caracteristicas para bajo peso. El algoritmo ClasificationViaRegression obtiene un
rendimiento de sensibilidad, exactitud y curva ROC de 0.655, 0.72 y 0.734
respectivamente, todo lo anterior sin aplicar técnicas de seleccion de caracteristicas.

Tabla 4.7 Rendimiento de los algoritmos para la comorbilidad de bajo peso

# Clasificador Sensibilidad Especificidad ROC Exactitud
1 ClassificationViaRegression 0.655 0.779 0.734 0.72
2 RandomCommitte 0.655 0.676 0.705 0.67
3 RandomForest 0.621 0.824 0.748 0.73
4 J48 0.621 0.765 0.683 0.70
5 RandomizableFilteredClassifier 0.569 0.779 0.696 0.68
6 LogitBoost 0.569 0.706 0.679 0.64
7 LMT 0.552 0.779 0.664 0.67
8 JRIip 0.552 0.838 0.657 0.71
9 RandomTree 0.552 0.75 0.651 0.66
10 RandomSubSpace 0.534 0.882 0.721 0.72
11 Bagging 0.534 0.882 0.698 0.72
12 SDG 0.534 0.838 0.686 0.70
13 MultiClassClassifierUpdateable 0.534 0.838 0.686 0.70
14 SMO 0.517 0.882 0.7 0.71
15 MultilayerPerceptron 0.517 0.794 0.682 0.67
16 PART 0.517 0.618 0.587 0.57
17 SimpleLogistic 0.5 0.838 0.651 0.68
18 REPTree 0.483 0.912 0.711 0.71
19 OneR 0.466 0.721 0.593 0.60
20 NaiveBayes 0.448 0.912 0.79 0.70
21 NaiveBayesUpdateable 0.448 0.912 0.79 0.70
22 1BK 0.448 0.838 0.663 0.66
23 HoeffdingTree 0.431 0.897 0.771 0.68
24 AdaBoostM1 0.431 0.853 0.679 0.66
25 AttributSelectedClassifier 0.431 0.838 0.635 0.65
26 DecisionTable 0.431 0.779 0.623 0.62
27 Logistic 0.431 0.706 0.589 0.58
28 MultiClassClassifier 0.431 0.706 0.589 0.58
29 VotedPerceptron 0.414 0.941 0.689 0.70
30 IterativeClassifierOptimizer 0.379 0.882 0.631 0.65
31 BayesNet 0.379 0.838 0.624 0.63
32 FilteredClassifier 0.362 0.853 0.61 0.63
33 LWL 0.328 0.985 0.669 0.68
34 DecisionStump 0.328 0.985 0.62 0.68
35 Kstar 0.241 0.882 0.59 0.59
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En la siguiente tabla 4.8 se muestra el rendimiento de los algoritmos con el set completo de variables, asi como 58 instancias positivas
y 67 negativas para la comorbilidad de Bajo peso. El algoritmo RandomComitte relaciona dos factores de riesgo como los mas
determinantes en la clasificacién, y obtiene un rendimiento de sensibilidad, exactitud y curva ROC de 0.741, 0.72 y 0.73, aplicando
técnicas de seleccion de caracteristicas.

Tabla 4.8 Rendimiento de los algoritmos aplicando técnicas de seleccion de caracteristicas para bajo peso

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
RandomCommitte (2) antFamHta, colesterol 0.73 0.72 0.741 0.706
2 Random|zabIe{zll)teredCIasyﬂer totAbortos, colesterol 0.77 0.74 0.724 0.75
3 TAS, totAbortos, neutrofilo,
MultilayerPerceptron (6) eosinofilo, creatinina, 0.81 0.82 0.707 0.912
trigliceridos
4 . .
RandomTree (4) antFamHta, contaminacion, ) 0.72 0.707 0.735

totAbortos, colesterol

A -
> IBK (3) totAbortos, creatinina, 0.74 0.73 0.69 0.765
colesterol
6 . .
PART (5) contaminacion, TAS, cmhb, ¢ 0.78 0.672 0.868
rdw, trigliceridos
7 . .
148 (5) contaminacion, TAS, cmhb, ) o 0.81 0.672 0.926
neutrofilo, trigliceridos
8 taminaci TAS
Irip (4) contaminacion, 14>, 0.76 0.76 0.672 0.838
totCesareas, trigliceridos
9 antFamDm2, contaminacion,
SimpleLogistic (6) TAS, cmhbc, neutrofilo, 0.75 0.76 0.672 0.838
colesterol
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Continuacion tabla 4.8

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
10 RandomForest (2) antFamHta, colesterol 0.713 0.71 0.672 0.735
11 inaci
LMT (5) contaminacion, TAS, rdw, -, o 0.79 0.655 0.897
neutrofilo, trigliceridos
12 antFamDm2, parenFambDm2,
TA A [
NaiveBayes (9) S, totAbortos, plaquetas, , o, 0.81 0.638 0.956
neutrofilo, acidoUri,
colesterol, trigliceridos
13 antFamDm2, parenFamDm?2,
TAS, totAbort I t
NaiveBayesUpdateable (9) ) TOLADOTROS, PAQUELas, g g1 0.81 0.638 0.956
neutrofilo, acidoUri,
colesterol, trigliceridos
14 contaminacion, TAS,
Bagging (5) hemoglobina, neutrofilo, 0.81 0.77 0.621 0.897
trigliceridos
15 A filo, linfoci
ClassificationViaRegression (4) >, neutrofilo, linfocito, ) 2 0.75 0.621 0.868
trigliceridos
16 antFamDm2, contaminacion,
REPTree (8) TAS, totPartos, totAbortos, 0.73 0.71 0.621 0.779
monocito, bun, trigliceridos
17 TAS, linfoci I
RandomSubSpace (4) > linfocito, glucosa, 0.81 0.75 0.586 0.882
trigliceridos
18 laridad, totAbort
SDG (4) escoiaridad, tolAbOILos, 4 23 0.75 0.586 0.882
neutrofilo, trigliceridos
19 MultiClassClassifierUpdateable escolaridad, totAbortos, 0.73 0.75 0.586 0.882

(4)

neutrofilo, trigliceridos
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Continuacioén tabla 4.8

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
2 TA filo, gl
0 HoeffdingTree (4) > neutrofilo, glucosa, —, o 0.78 0.569 0.956
trigliceridos
21 SMO (3) hematocrito, neutrofilo, ) /. 0.74 0.569 0.882
trigliceridos
22 Logistic (3) TAD, neutrofilo, colesterol 0.72 0.73 0.569 0.868
23 MultiClassClassifier (3) TAD, neutrofilo, colesterol 0.72 0.73 0.569 0.868
24 Kstar (2) contaminacion, trigliceridos  0.75 0.75 0.534 0.941
25 |terativeClassifierOptimizer (3) TAS, totAbortos, trigliceridos  0.72 0.72 0.534 0.882
2 TA A inofil
6 LogitBoost (4) S, totAbortos, eosinofilo, . 0.66 0.517 0.779
trigliceridos
27 OneR (1) trigliceridos 0.64 0.65 0.517 0.765
28 AdaBoostM1 (2) TAS, trigliceridos 0.72 0.71 0.466 0.926
29 edad, TAS, neutrofilo,
LWL (6) acidoUri, colesterol, 0.62 0.71 0.431 0.941
trigliceridos
30 AttributSelectedClassifier (3) TAS, linfocito, trigliceridos 0.68 0.69 0.414 0.926
31 BayesNet (2) colesterol, trigliceridos 0.62 0.69 0.345 0.985
32 DecisionTable (1) trigliceridos 0.64 0.68 0.328 0.985
33 FilteredClassifier (1) trigliceridos 0.62 0.68 0.328 0.985
34 DecisionStump (1) trigliceridos 0.62 0.68 0.328 0.985
D. i .
35 VotedPerceptron (4) TAD, !mfoutco, bun, 0.69 0.67 0.276 1
trigliceridos

78



En la figura 4.3, se muestran las curvas ROC de los 5 algoritmos que obtuvieron el
rendimiento mas alto en sensibilidad, para la comorbilidad de bajo peso.

Curva ROC K=10

Sensitivity
o
s

o
(N)

0 0.5 1
1 - Specificity

Figura 4.3. Curva ROC de los 5 algoritmos con el mejor rendimiento para la comorbilidad de bajo
peso
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La tabla 4.9 muestra el rendimiento de los algoritmos con la configuracion antes
descrita en la tabla N para la comorbilidad de diabetes gestacional. El algoritmo
RandomSubSpace obtiene un rendimiento de sensibilidad, exactitud y curva ROC de
0.99, 0.95 y 0.978 respectivamente, lo anterior sin utilizar técnicas de seleccion de
caracteristicas

Tabla 4.9 Rendimiento de los algoritmos sin seleccién de atributos para la comorbilidad de DG

# Clasificador Sensibilidad Especificidad ROC Exactitud
1 RandomSubSpace 0.99 0.907 0.978  95.05
2 BayesNet 0.979 0.919 0.981 95.05
3 RandomCommitte 0.979 0.919 0.989 95.05
4 PART 0.979 0.953 0.963 96.70
5 AdaBoostM1 0.969 0.919 0.973 94.51
6 J48 0.969 0.942 0.96 95.60
7 OneR 0.958 0.837 0.898 90.11
8 RandomForest 0.958 0.942 0.987 95.05
9 AttributSelectedClassifier 0.948 0.919 0.958 9341
10 FilteredClassifier 0.948 0.942 0.948 9451
11 MultilayerPerceptron 0.938 0.965 0.962  95.05
12 ClassificationViaRegression 0.938 0.942 0.971  93.96
13 LogitBoost 0.938 0.907 0.972 92.31
14 IterativeClassifierOptimizer 0.927 0.93 0.968 92.86
15 REPTree 0.927 0.907 0.957 91.76
16 SDG 0.917 0.849 0.883 88.46
17 MultiClassClassifierUpdateable 0.917 0.849 0.883  88.46
18 DecisionTable 0.917 0.872 0.971  89.56
19 JRip 0.917 0.884 0.945 90.11
20 LMT 0.917 0.93 0.979 92.31
21 Logistic 0.885 0.86 0.896 87.36
22 Bagging 0.885 0.953 0.963  91.76
23 MultiClassClassifier 0.885 0.96 0.896  87.36
24 SMO 0.865 0.826 0.845 84.62
25 RandomTree 0.865 0.86 0.863 86.26
26 SimpleLogistic 0.854 0.826 0.909  84.07
27 LWL 0.854 0.965 0.969 90.66
28 DecisionStump 0.854 0.965 0.872 90.66
29 IBK 0.813 0.884 0.855 84.62
30 HoeffdingTree 0.667 0.837 0.841 74.73
31 NaiveBayes 0.656 0.884 0.861 76.37
32 NaiveBayesUpdateable 0.656 0.884 0.861  76.37
33 VotedPerceptron 0.635 0.721 0.715 67.58
34 RandomizableFilteredClassifier 0.635 0.756 0.709  69.23
35 Kstar 0.583 0.907 0.881 73.63

80



La tabla 4.10 contiene el rendimiento de los algoritmos para la comorbilidad de DG aplicando seleccién de caracteristicas. El algoritmo
ClasificationViaRegression relaciona 5 factores de riesgo como los mas importantes para clasificar correctamente entre el set de
datos. El rendimiento que obtiene este algoritmo con estos 5 factores es el siguiente; 0.99, 0.98 y 0.99 en la sensibilidad, exactitud
y curva ROC, respectivamente.

Tabla 4.10 Rendimiento de los algoritmos para DG, aplicando seleccién de caracteristicas

Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
FamH FamH
ClassificationViaRegression (5) edad, ant a?m 'ta, parenFamnita, 0.99 0.98 0.99 0.965
contaminacion, plaguetas
2 PART (3) edad, parenFamHta, contaminacion 0.97 0.98 0.99 0.965
3 148 (3) edad, parenFamHta, contaminacion 0.97 0.98 0.99 0.965
4 FamH FamH
MultilayerPerceptron (6) edad, antFamHita, parenFamHta, 098  0.98 0.979 0.988
contaminacion, talla, totAbortos
FamDm?2, antFamH
> RandomForest (6) edad, antramDm2, antFamHta, 0991  0.98 0.979 0.977
parenFamHta, contaminacion, totGestas
6 RandomizableFilteredClassifier edad, antFamDm?2, antFamHta, 0.98 0.97 0.979 0.953
(4) parenFamHta
7 FamDm?2 FamH
RandomCommitte (5) edad, antFambm2, parenFamHta, 099  0.96 0.979 0.93
contaminacion, totPartos
8 Kstar (4) edad, parenFamDrpZ, parenFamHta, 0.99 0.97 0.969 0.965
contaminacion
FamDm2, antFamH
9 IBK (4) edad, antFamDm2, antFamHta, 099  0.96 0.969 0.953
parenFamHta
10 LMT (5) edad, parenFamHta, contaminacion, 0.97 0.96 0.969 0.953
totCesareas
11 dad, antFamDm?2 FamHt
LogitBoost (5) edad, antramlimz, parenramrid, 099  0.96 0.969 0.942
contaminacion, totGestas
12  AttributSelectedClassifier (3) edad, parenFmHta, contaminacion 0.97 0.96 0.969 0.942
13 RandomTree (2) edad, parenFamHta 0.95 0.96 0.969 0.942
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Continuacion tabla 4.10

# Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
14 Jrip (3) parenFamHta, contamiacion, TAD 0.95 0.96 0.969 0.942
15 BayesNet (3) edad, parenFamHta, glucosa 0.98 0.96 0.958 0.953
16 REPTree (3) edad, parenFamHta, contaminacion 0.97 0.96 0.958 0.953
17 RandomSubSpace (3) edad, parenFamDm?2, parenFamHta 0.98 0.95 0.958 0.93
18 MultiClassClassifier (4) antFamHta, parenfFamHta, totCesareas, o1 g4 0.958 0.919
plaquetas
19 Logistic (4) antFamHta, parenFamHta, totCesareas, 091 093 0958 0.907
plaquetas
20 OneR (1) parenFamHta 0.9 0.90 0.958 0.837
21 FilteredClassifier (5) edad, pare”FamDmTzAgare”FamHta’ PeS% 096  0.95 0.948 0.953
22 DecisionTable (4) edad, parenFamHta, contaminacion, TAS  0.98 0.94 0.948 0.93
23 SimpleLogistic (4) antfambm2, antFamHlta, parenfFamhita, o, g5 0.948 0.919
plaquetas
24 lterativeClassifierOptimizer (4) edad, antFamHta, parenFamHta, TAD 0.98 0.95 0.938 0.965
25 Bagging (4) edad, parenFamHta, contaminacion, peso  0.97 0.93 0.927 0.942
26 SDG (3) antFamHta, parenFamHta 0.92 0.92 0.917 0.93
27 M“'t'C'aSSC'aS(SZ”;'erUpdateab'e antFamHta, parenFamHta 092 0.92 0.917 0.93
28 HoeffdingTree (3) parenFamDmz2, parenFamHta 0.84 0.88 0.917 0.837
29 AdaBoostM1 (3) edad, parenFamHta, contaminacion 0.94 0.87 0.885 0.849
30 VotedPerceptron (3) antFamHta, parenFamHta, talla 0.93 0.92 0.875 0.965
31 LWL (3) antFamDm?2, parenFamDm?2, parenFamHta 0.97 0.91 0.865 0.965
32 NaiveBayes (1) parenFamHta 0.87 0.89 0.865 0.919
33 DecisionStump (1) parenFamHta 0.87 0.91 0.854 0.965
34 edad, antFamDm?2, parentFamDm?2,
SMO (6) antFamHta, talla, IMCMat 0.78 0.77 0.771 0.779
35 NaiveBayesUpdateable (1) parenFamHta 0.86 0.76 0.656 0.884
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En lafigura 4.4, se muestran la Curva ROC de los 5 mejores algoritmos que obtuvieron
el rendimiento mas alto en sensibilidad, para comorbilidad de diabetes gestacional.
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Figura 4.4. Curva ROC de los 5 mejores algoritmos para la comorbilidad de DG.

Enla Tabla 4.11 y 4.12, se muestra el rendimiento de los mejores algoritmos para cada
comorbilidad, asi como los factores de riesgo que mejor se relacionan para obtener
dicho rendimiento, haciendo uso de la metodologia propuesta con los algoritmos de
aprendizaje automatico, estos factores resultan ser determinantes para clasificar
correctamente entre cada comorbilidad.

Para la comorbilidad de preeclampsia se obtiene que la variable TAS es un factor
determinante, esto es bien conocido en el area del cuidado de la salud, al modelar los
datos se puede observar que es relacionada por cada algoritmo utilizado. Por ejemplo
el mejor rendimiento en exactitud y curva ROC se obtiene con 7 variables; la edad, el
IMC, TAS, el total de gestas, vpm,, Neutrofilo, Eosinofilo, con un rendimiento de 0.92
y 0.933, esto con el algoritmo RandomForest respectivamente.

Sin embargo, al no agregar la TAS al modelado se obtienen otros factores
sobresalientes. Por ejemplo el grado escolar, especificas como; la concentracién de
hemoglobina corpuscular media (cmhbc), Amplitud de la Distribucion Eritrocitaria (rdw,
Red blood cell Distribution Width) por sus siglas en inglés, el conteo de plaquetas, el
volumen plaquetario medio (vpm), acido urico asi como el nivel de triglicéridos, usando
todos los anteriores como factores representativos se obtiene un porcentaje de 0.841
en la curva ROC y 0.82 en exactitud, con el algoritmo RandomForest, ver tabla 4.11.
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En la tabla 4.11 se muestra un resumen de los factores de riesgo importantes para la
comorbilidad de macrosomia. Los factores de riesgo son; neutrofilo, glucosa,
colesterol, con los cuales se obtiene un rendimiento de exactitud de 0.9y 0.861 en la
curva ROC con el algoritmo el IBK, ver tabla 4.11.

Para la comorbilidad de bajo peso las variables asociadas como factores
representativos fueron; el antecedente familiar con DM2, el antecedente familiar con
Hta., el parentesco que se tiene con el familiar que padecié Hta., la exposicién a
contaminantes como el humo de lefia o el polvo, el peso materno durante la gestacion
y la TAS, con los anteriores factores se obtiene un rendimiento en la curva ROC de
0.789, 0.75 en exactitud, esto con el algoritmo RandomForest.

Para la comorbilidad de diabetes gestacional los factores de riesgo que muestran un
buen rendimiento son la edad de la gestante, tener antecedentes familiares con Hta.,
el parentesco con el familiar que padecié HTa., la continua exposicidén a contaminantes
como el humo de lefia y el total de plaquetas en la sangre, se obtiene un rendimiento
de exactitud de 0.98, y 0.99 en la curva ROC, ver tabla 4.12.
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Resumen de factores de riesgo asociados con comorbilidades perinatales en
embarazos de alto riesgo, usando algoritmos de aprendizaje automatico, en dos
Hospitales en la ciudad de Chilpancingo, Guerrero, México, en el 2019, ver tabla 4.11

y4.12.

Tabla 4.11 Factores de riesgo asociados a las comorbilidades de Preeclampsia y Macrosomia

PREECLAMPSIA MACROSOMIA
Factores de riesgo Factores de riesgo
Edad Escolaridad Neutrofilo
IMCMat cmhbc Glucosa
TAS rdw Colesterol
Total de gestas Plaquetas
Volumen Plaquetar Medio ~ Volumen Plaquetar Medio
(vpm) ~ (vpm)
Neutrofilo Acido Urico
Eosinofilo Trigliceridos
Rendimiento
Algoritmo: RandomForest IBK

53 positivas 67 negativas con 36 variables

25 Positivas 43 Negativas con 38 variables

Configuracion:

ROC Exactitud | Sensibilidad | Especificidad ROC | Exactitud | Sensibilidad | Especificidad
0.933 0.92 0.9 0.942 0.861 0.9 0.84 0.93
0.841 0.82 0.736 0.881

Tabla 4.12 Factores asociados a las comorbilidades de Bajo peso y DG.
BAJO PESO DIABETES GESTACIONAL
Factores de riesgo Factores de riesgo
Antecedente Familiar Dm2 Edad
antecedente Familiar Hta. Antecedente Familiar Hta.
Parentesco Familiar Hta. Parentesco Familiar Hta.
Contaminacién Contaminacién
Peso plaguetas
TAS
Rendimiento
Algoritmo:  RandomForest ClassificationViaRegression

58 positivas 86 negativas con 20 var

96 Positivas 86 Negativas con 21 variables

Configuracion:
ROC Exactitud | Sensibilidad | Especificidad ROC | Exactitud | Sensibilidad | Especificidad
0.9
0.789 0.75 0.719 0.776 9 0.98 0.99 0.965
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CAPITULO V. DISCUSIONES

En este capitulo de discuten los resultados obtenidos contrastandolos con resultados
publicados en la literatura sobre comorbilidades perinatales. La discusion es sobre las
4 comorbilidades que se han abordado en este trabajo, Preeclampsia, Macrosomia,

Bajo Peso y Diabetes Gestacional.

Los trabajos revisados en la literatura sobre comorbilidades perinatales la mayoria
suelen realizar analisis estadisticos univariable en los cuales se busca relacionar a
cada factor por separado con la comorbilidad, sin embargo en el presente trabajo de
investigacidn se propone un analisis multivariable en el cual se modela el set completo
de variables e instancias positivas y negativas, utilizando técnicas de seleccion de
caracteristicas lo que permite omitir y al mismo tiempo resaltar aquellas que son
importantes en la clasificacién binaria, todo lo anterior haciendo uso de algoritmo de

aprendizaje automatico.

Preeclampsia

Diversos estudios médicos describen a la preeclampsia como una comorbilidad
especifica del embarazo, y una de las principales causantes de complicaciones
durante la gestacion no sélo en México si no a nivel mundial, ademas estos mismos
estudios afirman que no se conoce a ciencia cierta las causas de esta comorbilidad,
(Rodriguez, 2017).

Por ejemplo Zaragoza-Garcia et al. (2017), encontrd que el antecedente materno con
Hipertension arterial, la cantidad de abortos previos, la exposicion a contaminantes
como el humo y polvo, el indice de masa corporal, la edad gestacional son factores
importantes para desarrollar preeclampsia, esto lo determinaron en un estudio
estadistico transversal univariable a datos extraidos de expedientes clinicos donde
existio la presencia de diabetes gestacional y preeclampsia.

Segun Sanchez-Carrillo et al. (2011), en su trabajo “Factores de riesgo de la
preeclampsia severa en gestantes del Hospital Nacional Aimanzor Aguinaga Asenjo,
de 2006 a abril de 2010”, reportaron factores de riesgo como; en edades maternas
menores a 18 y mayores a 35 afios durante la gestacion, el sobre peso, la obesidad y

la nuliparidad.

86



En el presente trabajo de investigacion, los factores o caracteristicas que mas
sobresalen para la comorbilidad de preeclampsia; son la tensidén arterial sistdlica
(TAS), algo que es ampliamente conocido en el area del cuidado de la salud, era de
esperarse que en esté analisis estadistico resultara también serlo, si no, seria una
contradiccion, de los 35 algoritmos que se utilizan se puede observar que en todos

aparece como factor relevante.

Existen otros factores importantes que junto a la TAS obtienen un alto rendimiento en
el presente trabajo de investigacion, por ejemplo; la edad materna al momento de la
gestacion, el indice de masa corporal, la cantidad de gestas previas, y tres factores
poco relacionados, esto debido probablemente a que no se han utilizado como objeto
de estudio, en el presente estudio se utilizaron caracteristicas clinicas disponibles al
momento de la recoleccion de los casos con esta comorbilidad, estos son; el volumen
plaquetario medio (vpm), y la medicion de neutrofilo y eosindfilo con los cuales el
algoritmo RandomForest muestra un rendimiento de sensibilidad, especificidad, curva
ROC y exactitud de 0.9, 0.942, 0.933 y 0.92 respectivamente.

Debido a que la tension arterial sistolica resulta determinante surgié una pregunta,
¢Qué sucederia si se omitiera esta variable en el conjunto de datos de
entrenamiento?, por lo que se realizé nuevamente el modelado prescindiendo de esta
variable, se esperaba que ambos resultados coincidieran y que los factores de riesgo

continuaran siendo los mismo en ambos entrenamientos.

En el segundo experimento sobresalen la escolaridad como caracteristica
sociodemografica y 6 mas que normalmente son variables especificas y que se
obtienen con un estudio de laboratorio, éstas son; La concentracion de hemoglobina
corpuscular media(cmhbc), RDW, por su nombre en inglés (Red blood cell Distribution
Width), el conteo de plaquetas, el volumen plaquetario medio (vpm), la concentracion
del acido urico y el nivel de triglicéridos. Como se puede observar la Unica variable
que aparece en ambos experimentos es el volumen plaquetario medio (vpm), con los
factores de riesgo descritos anteriormente se obtiene un rendimiento de sensibilidad,
especificidad, curva ROC y exactitud de 0.736, 0.881, 0.841 y 0.82.
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Los resultados del primer experimento muestran similitud en los factores de riesgo
obtenidos si se comparan a otros trabajos de investigacién, por ejemplo, la edad

materna y el IMC, el total de gestas como factores relevantes.

Macrosomia

Los factores de riesgo con los que ha sido relacionada la macrosomia son diversos,
por ejemplo, Gonzalez (2012), menciona que el antecedente de peso materno antes
de la gestacién mayor a 90 kg, la multiparidad, embarazos prolongados, macrosomia
en embarazo previo, diabetes materna entre otros mas, son factores de riesgo para

desarrollar macrosomia.

Segun Garcia et al. (2016), en su trabajo “Factores de riesgo de macrosomia en
pacientes sin diabetes mellitus gestacional”, concluyen que los factores de riesgo
como, paridad, antecedentes de macrosomia fetal, edad materna y talla materna
mayor a 1.70 m, no mostraron diferencias significativas, por el contrario, hubo mayor
incidencia de macrosomia en pacientes con factores metabdlicos como el sobre peso

y el tamiz de diabetes mellitus gestacional alterado.

Zaragoza-Garcia et al. (2017), en un estudio realizado para determinar factores de
riesgo que predisponen a desarrollar macrosomia en embarazos con diabetes
gestacional encontraron que factores de riesgo tales como un sangrado > 500 mL
durante el alumbramiento, primigestacién, anemia materna, glucosuria, AF-DT2, AF-

HTA, asi como el IMC > 30 kg/m? no presentan un valor significativo.

En otro trabajo de investigacion llevado a cabo por Avila et al. (2013), en el hospital
Civil “Dr. José Macias Hernandez” en Tamaulipas, asociaron a factores de riesgo
como; edad materna avanzada, ganancia ponderal gestacional > 11 kg, > 2
gestaciones, diabetes gestacional, hijos macrosémicos previos, semanas de
gestacion > 40 y nivel educativo medio-profesional con el desarrollo de un producto
macrosémico.

En el presente trabajo también se utilizan variables similares a las descritas y
utilizadas en los trabajos antes mencionados, pero no sobresalen como factores

importantes desde el punto de vista de la metodologia propuesta. Los factores que
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obtienen un buen rendimiento de clasificacion son; la concentracion de glucosa, el
colesterol, asi como la concentracion de neutrofilo, el algoritmos /BK obtiene un
rendimiento de sensibilidad, especificidad, curva ROC y exactitud de 0.84, 0.93, 0.861
y 0.9.

Bajo peso

Para la comorbilidad de bajo peso neonatal, existen factores de riesgo que se
mencionan en la literatura médica, por ejemplo Zaragoza et al. (2017) en su trabajo
“Factores de riesgo asociados a la morbi-mortalidad perinatal en mujeres con diabetes
gestacional del Sur de México”, concluyeron que los factores de riesgo para que un
neonato presente bajo peso tienen que ver principalmente con Estado Hipertensivos

en el embarazo (EHE) o Preeclampsia.

En el presente trabajo de investigacion multivariable los factores asociados a bajo
peso neonatal son; AF-DM2, AF-HTA, parentesco familiar con Hta, la exposiciéon a
contaminantes como el humo o polvo por parte de la gestante, el peso de la madre,
asi como la Tension arterial sistélica (TAS), se observa que existe una coincidencia

entre los factores de riesgo documentados.

El algoritmo RandomForest obtiene utilizando los factores antes descritos en este
trabajo el siguiente rendimiento en sensibilidad, especificidad, curva ROC y exactitud,;
0.719, 0.776, 0.789 y 0.75 respectivamente.

Diabetes gestacional

La diabetes gestacional es un tipo especial de diabetes, se presenta o se diagnostica
por primera vez durante el periodo de gestacion, de ahi su nombre, en la literatura ha
sido asociada con factores de riesgo como el sobre peso y la obesidad materna como
factores detonantes.

Medina-Pérez et al., (2017), llevaron a cabo un trabajo de investigacion en el cual
concluyen que los factores de riesgo que predisponen a desarrollar DG son;
sobrepeso, multiparidad, antecedente de obito, producto con malformaciones

genéticas, antecedentes de intolerancia a la glucosa, ganancia de peso materno > 20
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kg durante el embarazo, antecedentes de afectaciones obstétricas graves, obesidad,
grupo étnicos o raza, edad materna, antecedentes de diabetes mellitus (linea directa),

glucosuria, macrosomia previa, diabetes gestacional y abortos previos.

Zaragoza et al., (2017), en su trabajo de investigacion menciona que el sobre peso y

la obesidad son factores importantes para desarrollar diabetes gestacional.

En el presente trabajo de investigacion se encontrd que la edad materna, los
antecedentes de Hta, el parentesco para la Hta., la exposicion a contaminantes como
el humo/polvo y el conteo de plaquetas, son factores que obtienen un alto rendimiento
de sensibilidad, especificidad curva ROC y exactitud cuando se usan para clasificar
entre la presencia o ausencia de la esta condicidn utilizando algoritmos de aprendizaje
automatico.

El algoritmo ClassificationViaRegression es el algoritmo que muestra el mejor
rendimiento aplicando técnicas de seleccion de caracteristicas, 0.99 en sensibilidad,
lo cual sugiere que con el entrenamiento y la configuracion antes mencionada es
capaz de distinguir de manera correcta entre las dos clases, presencia o ausencia de
la comorbilidad. La especificidad que obtienen es de 0.965, la curva ROC es de 0.99

y obtiene una exactitud de 98 % respectivamente.

Existen dos algoritmos mas que obtiene resultados muy similares, inclusive con solo
tres factores de riesgo, lo anterior sugiere que éstos son importantes cuando se trata
esta comorbilidad. El algoritmo PART relaciona a la edad materna, el parentesco
familiar con Hta., y la constante exposicion a contaminantes como el humo/polvo con
los cuales obtiene un rendimiento de sensibilidad, especificidad, curva ROC vy
exactitud de 0.99, 0.965, 0.97 y 0.98.

El algoritmo J48 relaciona los mismos tres factores de riesgo que los dos algoritmos
antes mencionados, obteniendo un rendimiento de sensibilidad de 0.99, especificidad
de 0.965, curva ROC de 0.97 y una exactitud de 0.98 respectivamente.
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CAPITULO V. CONCLUSIONES

Los algoritmos de aprendizaje automatico podrian ser aplicados en la prediccion de
comorbilidades perinatales en embarazos de alto riesgo, utilizando caracteristicas
sociodemograficas, clinico-antropométricas, asi como obstétricas. En este trabajo de
investigacion se abordan 4 comorbilidades que podrian presentarse durante un
periodo de gestacion, si esto sucede complica el mismo periodo o la resolucidn de

dicho periodo.

El modelado de datos que se aplico en este trabajo de investigacion utilizando la
metodologia propuesta y desarrollada sugiere que puede generarse un modelo
predictivo a través del previo entrenamiento o aprendizaje de algoritmos de

aprendizaje automatico.

Es indispensable realizar un trabajo de investigacion longitudinal con el propdésito de
darle seguimiento y observar el comportamiento y evolucion de embarazo, tomar

registros de datos y mapear las variables que en este trabajo se utilizan.
Posteriormente con la informacién obtenida generar un modelo predictivo mucho mas

exacto y confiable que pueda ser implementado en la prediccion temprana de las

comorbilidades abordadas en este trabajo de investigacion.
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ANEXOS

Rendimiento de los 35 algoritmos utilizando 20 variables, asi como 58 instancias
positivas y 70 negativas sin seleccion de caracteristicas para la comorbilidad de bajo
peso.

Rendimiento de los algoritmos utilizando 20 variables para la comorbilidad de bajo peso sin seleccion
de caracteristicas

Clasificador Sensibilidad Especificidad ROC Exactitud
RandomCommitte 0.655 0.6 0.647 0.63
RandomForest 0.603 0.757 0.707 0.69
RandomizableFilteredClassifier 0.586 0.786 0.69 0.70
RandomTree 0.586 0.643 0.615 0.62
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LogitBoost

Bagging

NaiveBayes
NaiveBayesUpdateable
MultilayerPerceptron
HoeffdingTree

Logistic
ClassificationViaRegression
MultiClassClassifier
JRip

IBK

PART

SDG

SimpleLogistic
MultiClassClassifierUpdateable
LMT

SMO

RandomSubSpace
REPTree

AdaBoostM1
IterativeClassifierOptimizer
OneR

VotedPerceptron
DecisionTable

J48

Kstar
AttributSelectedClassifier
BayesNet
FilteredClassifier

LWL

DecisionStump

0.569
0.534
0.517
0.517
0.517
0.517
0.483
0.483
0.483
0.483
0.466
0.466
0.448
0.448
0.448
0.448
0.431
0.431
0.431
0.414
0.414
0.397
0.379
0.379
0.379
0.345
0.345
0.328
0.328
0.31
0.293

0.686
0.871
0.929
0.929
0.543
0.886
0.729
0.8
0.729
0.743
0.714
0.557
0.814
0.743
0.814
0.743
0.829
0.871
0.757
0.814
0.786
0.614
0.929
0.886
0.714
0.686
0.886
0.929
0.929
0.971
0.986

0.666
0.76
0.735
0.735
0.599
0.714
0.609
0.654
0.609
0.613
0.619
0.484
0.631
0.607
0.631
0.607
0.63
0.693
0.591
0.614
0.595
0.505
0.715
0.644
0.595
0.543
0.642
0.619
0.618
0.656
0.6

0.63
0.72
0.74
0.74
0.53
0.72
0.62
0.66
0.62
0.63
0.60
0.52
0.65
0.61
0.65
0.61
0.65
0.67
0.61
0.63
0.62
0.52
0.68
0.66
0.56
0.53
0.64
0.66
0.66
0.67
0.67
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Rendimiento de los algoritmos utilizando 20 variables, asi como 58 instancias positivas y 70 negativas con seleccidn de
caracteristicas, para bajo peso

Rendimiento de los algoritmos utilizando 20 variables para la comorbilidad de bajo peso

Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
IBK (4) antFamita, parenFamHta, 0.749 0.72 0.776 0.671
cotaminacion, colesterol
RandomCommitte (1) colesterol 0.686 0.70 0.776 0.643
RandomTree (1) colesterol 0.686 0.70 0.776 0.643
Random|zabIe(Flll)teredCIa55|f|er colesterol 0.668 0.71 0.759 0.671
FamH FamH
RandomForest (4) antramfita, parenFamnita, 0.719 0.71 0.759 0.671
contaminacion, colesterol
i i TA P
IterativeClassifierOptimizer (5) contaminacion, TAS, totPartos, 0.689 0.73 0.621 0.814
glucosa, colesterol
LogitBoost (3) TAS, glucosa, colesterol 0.711 0.72 0.621 0.8
ClassificationViaRegression (4) contaminacion, TAS, anemia, 0.726 0.76 0.603 0.886
colesterol
inacion, TAS, pl
MultilayerPerceptron (5) contaminacion, TAS, plaquetas, 0.759 0.68 0.586 0.757
colesterol
SimpleLogistic (4) contaminacion, TAS, glucosa, 0.719 0.73 0.586 0.843
colesterol
LMT (3) contaminacion, TAS, colesterol 0.72 0.73 0.586 0.857
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Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad  Especificidad

NaiveBayes (4) contaminacion, TAS, totAbortos, 0.761 0.77 0.569 0.929

colesterol
inaci TA A

NaiveBayesUpdateable (4) contaminacion, TAS, totAbortos, 0.761 0.77 0.569 0.929
colesterol

Bagging (4) peso, TAS, glucosa, colesterol 0.747 0.70 0.569 0.814

OneR (1) totGestas 0.612 0.62 0.552 0.671

HoeffdingTree (5) antFamkta, TAS, anemia, plaquetas, ) g 0.75 0.552 0.914
colesterol

Kstar (5) contammacpn, TAS, totCesareas, 0.703 0.71 0.534 0.857

anemia, colesterol
148 (3) TAS, totAbortos, colesterol 0.711 0.73 0.517 0.9

Logistic (3) antFamDm?2, TAD, colesterol 0.685 0.70 0.5 0.857

SDG (4) antFamDm2, contaminacion, TAS, 0.714 073 05 0.929
colesterol

MultiClassClassifier (3) antFamDm?2, TAD, colesterol 0.685 0.70 0.5 0.857

MultiClassClassifierUpdateable antFamDm?2, contaminacion, TAS, 0.714 0.73 0.5 0.929
(4) colesterol

SMO (6) antFamDm2, contaminacion, TAS, 0.668 0.69 0.466 0.871

totCesareas, totAbortos, colesterol
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Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
RandomSubSpace (4) antFamDm2, TAS, glucosa, colesterol 0.737 0.70 0.466 0.886
LWL (4) edad, TAS, glucosa, colesterol 0.672 0.70 0.448 0.914
AdaBoostM1 (5) parenFamDm2, TAS, plaquetas, 0.645 0.66 0.448 0.829
glucosa, colesterol
rip (4) escolaridad, parenFamHta, TAS, 0.641 0.64 0.448 0.8
colesterol
PART (3) talla, TAS, colesterol 0.671 0.70 0.448 0.914
REPTree (3) contaminacion, TAS, colesterol 0.609 0.64 0.431 0.814
AttributSelectedClassifier (3) TAS, glucosa, colesterol 0.66 0.66 0.379 0.9
DecisionTable (2) TAS, colesterol 0.665 0.67 0.379 0.914
BayesNet (2) TAS, colesterol 0.633 0.66 0.328 0.943
VotedPerceptron (3) TAS, totGestas, colesterol 0.686 0.66 0.328 0.929
FilteredClassifier (2) TAS, colesterol 0.633 0.66 0.328 0.943
DecisionStump (1) colesterol 0.6 0.67 0.293 0.986
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Rendimiento de los 35 algoritmos con 20 variables, 58 instancias positivas y 86

negativas sin seleccion de caracteristicas, para la comorbilidad de bajo peso.

Rendimiento de los 35 algoritmos para la comorbilidad de bajo peso sin seleccion de caracteristicas

Clasificador Sensibilidad Especificidad ROC Exactitud
RandomCommitte 0.614 0.737 0.73 0.68
Bagging 0.596 0.776 0.753 0.70
RandomForest 0.596 0.803 0.737 0.71
LogitBoost 0.561 0.789 0.627 0.69
J48 0.561 0.763 0.621 0.68
RandomTree 0.561 0.671 0.616 0.62
PART 0.544 0.763 0.643 0.67
J Rip 0.526 0.737 0.624 0.65
SMO 0.474 0.776 0.625 0.65
ClassificationViaRegression 0.456 0.803 0.65 0.65
RandomizableFilteredClassifier 0.456 0.658 0.568 0.57
IBK 0.439 0.697 0.559 0.59
Logistic 0.421 0.75 0.609 0.61
MultilayerPerceptron 0.421 0.658 0.546 0.56
SDG 0.421 0.711 0.566 0.59
IterativeClassifierOptimizer 0.421 0.895 0.673 0.69
MultiClassClassifier 0.421 0.75 0.609 0.61
MultiClassClassifierUpdateable 0.421 0.711 0.566 0.59
LMT 0.404 0.789 0.605 0.62
SimpleLogistic 0.386 0.789 0.581 0.62
Kstar 0.386 0.697 0.552 0.56
REPTree 0.386 0.842 0.611 0.65
OneR 0.368 0.658 0.513 0.53
NaiveBayes 0.351 0.895 0.682 0.66
NaiveBayesUpdateable 0.351 0.895 0.682 0.66
AdaBoostM1 0.351 0.882 0.655 0.65
AttributSelectedClassifier 0.351 0.908 0.628 0.67
RandomSubSpace 0.351 0.882 0.68 0.65
HoeffdingTree 0.351 0.855 0.657 0.64
DecisionTable 0.316 0.882 0.597 0.64
LWL 0.263 0.987 0.7 0.68
BayesNet 0.246 0.987 0.595 0.67
FilteredClassifier 0.246 0.987 0.595 0.67
DecisionStump 0.246 0.987 0.595 0.67
VotedPerceptron 0.193 0.816 0.514 0.55
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Rendimiento de los 35 algoritmos utilizando 20 variables, asi como 58 instancias positivas y 86 negativas con seleccion de

caracteristicas.

Rendimiento de los 35 algoritmos para bajo eso con seleccién de caracteristicas

Clasificador Atributos (Factores de riesgo) ROC  Exactitud Sensibilidad Especificidad
antFamDm2, antFamHta,
RandomForest (6) parenFamHta, contaminacion, peso,  0.789 75.188 0.719 0.776
TAS
antFamDm2, antFamHta,
IBK (6) parenFamHta, contaminacion, peso,  0.742 75.19 0.702 0.789
TAS
Bagging (5) escolaridad, parenFamHta, peso, TAS, 0.742 70.68 0.561 0.816
totCesareas
LogitBoost (2) peso,TAS 0.689 71.43 0.544 0.842
PART (2) peso, TAS 0.668 72.93 0.526 0.882
AdaBoostM1 (3) peso, TAS, glucosa 0.664 70.68 0.474 0.882
IterativeClassifierOptimizer (2) peso, TAS 0.66 72.93 0.474 0.921
Jrip (3) antFamDm2, peso, TAS 0.659 69.17 0.474 0.855
148 (3) peso, TAS, colesterol 0.672 73.68 0.474 0.934
LMT (2) peso, TAS 0.715 72.18 0.474 0.908
MultilayerPerceptron (4) antFamDm2,peso, IMCMat, TAS 0.681 71.43 0.456 0.908
REPTree (2) peso, TAS 0.657 69.92 0.456 0.882
SMO (1) contaminacion 0.594 61.65 0.439 0.75
0.961
NaiveBayes (4) parenFamDm2, peso, TAS, colesterol  0.714 72.18 0.404
NaiveBayesUpdateable (4) parenFamDm2, peso, TAS, colesterol 0.714 72.18 0.404 0.961
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RandomSubSpace (2) peso, TAS 0.624 66.92 0.386 0.882
Clasificador Atributos (Factores de riesgo) ROC  Exactitud Sensibilidad Especificidad
SDG (3) antFamDm2, peso, TAS 0.636 67.67 0.351 0.921
M“'“C'assc'as(s;ierupdateab'e antFamDm2, peso, TAS 0.643  68.42 0.351 0.934
VotedPerceptron (2) parenFamFm2, contamiacion 0.592 60.15 0.333 0.803
OneR (1) TAS 0.64 68.42 0.333 0.947
HoeffdingTree (3) peso, TAS, colesterol 0.718 69.17 0.333 0.961
Logistic (1) TAS 0.599 66.92 0.316 0.934
MultiClassClassifier (1) TAS 0.599 66.92 0.316 0.934
RandomCommitte (1) TAS 0.601 66.17 0.316 0.921
RandomizabIe(FliI)teredCIassifier TAS 0.607 66.17 0.316 0.921
RandomTree (1) TAS 0.601 66.17 0.316 0.921
SimpleLogistic (1) parenFamHta, TAS 0.605 66.92 0.281 0.961
Kstar (3) antFamDmz2, parenFambDm?2, TAS 0.601 67.67 0.281 0.974
LWL (2) TAS, totAbortos 0.602 68.42 0.281 0.987
AttributSelectedClassifier (1) TAS 0.597 68.42 0.281 0.987
ClassificationViaRegression (1) TAS 0.605 66.92 0.281 0.961
BayesNet (1) TAS 0.595 66.92 0.246 0.987
FilteredClassifier (1) TAS 0.595 66.92 0.246 0.987
DecisionTable (1) TAS 0.596 66.92 0.246 0.987
DecisionStump (1) TAS 0.595 66.92 0.246 0.987
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Rendimiento de los 35 algoritmos utilizaron 20 variables y 25 instancias positivas, asi

como 50 instancias negativas sin seleccidon de caracteristicas.

Rendimiento utilizando 20 variables para la comorbilidad de macrosomia

Clasificador Sensibilidad Especificidad ROC  Exactitud
RandomCommitte 0.68 0.8 0.764 0.76
RandomizableFilteredClassifier 0.68 0.74 0.722 0.72
J48 0.6 0.7 0.673 0.67
LogitBoost 0.52 0.755 0.667 0.67
OneR 0.52 0.8 0.66 0.71
PART 0.52 0.8 0.654 0.71
NaiveBayes 0.48 0.8 0.593 0.69
NaiveBayesUpdateable 0.48 0.8 0.593 0.69
RandomForest 0.48 0.9 0.73 0.76
RandomTree 0.48 0.8 0.64 0.69
MultilayerPerceptron 0.44 0.7 0.507 0.61
Logistic 0.4 0.7 0.485 0.60
IBK 0.4 0.68 0.568 0.59
Bagging 0.4 0.9 0.644 0.73
IterativeClassifierOptimizer 0.4 0.8 0.663 0.67
MultiClassClassifier 0.4 0.7 0.485 0.60
AdaBoostM1 0.36 0.84 0.686 0.68
ClassificationViaRegression 0.36 0.88 0.69 0.71
SDG 0.32 0.88 0.6 0.69
Kstar 0.32 0.76 0.601 0.61
MultiClassClassifierUpdateable 0.32 0.88 0.6 0.69
JRip 0.32 0.84 0.598 0.67
SMO 0.24 0.92 0.58 0.69
LWL 0.24 0.8 0.42 0.61
RandomSubSpace 0.24 0.96 0.677 0.72
DecisionStump 0.24 1 0.522 0.75
LMT 0.24 0.84 0.534 0.64
SimpleLogistic 0.2 0.84 0.509 0.63
DecisionTable 0.16 0.92 0.464 0.67
AttributSelectedClassifier 0.12 0.92 0.474 0.65
REPTree 0.12 0.84 0.5 0.60
VotedPerceptron 0.08 1 0.496 0.69
HoeffdingTree 0.08 0.96 0.508 0.67
BayesNet 0 1 454 3.12
FilteredClassifier 0 1 0.454 0.67

112



Rendimiento de los 35 algoritmos utilizando 20 variables y 25 instancias positivas, asi como 50 instancias negativas con seleccion

de caracteristicas para la comorbilidad de macrosomia

Rendimiento de los algoritmos con 20 variables para macrosomia con seleccién de caracteristicas para macrosomia

Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
IBK (5) antFamDm?2, antFamHta, IMCMat, 0.857 86.67 0.76 0.92
totCesareas, colesterol
RandomForest (2) contaminacion, colesterol 0.817 84.00 0.72 0.9
RandomCommitte (2) contamiacion, colesterol 0.812 82.67 0.72 0.88
RandomTree (2) contaminacion, colesterol 0.812 82.67 0.72 0.88
OneR (2) plaquetas, colesterol 0.77 78.67 0.72 0.82
FamH FamH
RandomizableFilteredClassifier (5) antramfita, parenFamnita, 0796  78.67 0.68 0.84
IMCMat, totAbortos, colesterol
LWL (3) totGestas, anemia, colesterol 0.662 78.67 0.56 0.9
Kstar (3) edad, parenFamDm?2, colesterol  0.712 80.00 0.52 0.94
148 (5) talla, IMCMat, anemia, plaquetas, 0.741 80.00 0.48 0.96
colesterol
LogitBoost (2) plaquetas, colesterol 0.754 78.67 0.48 0.94
IterativeClassifierOptimizer (2) plaquetas, colesterol 0.713 77.33 0.44 0.94
AdaBoostM1 (2) TAD, colesterol 0.689 76.00 0.36 0.96
Bagging (3) antFamDm2, totAbortos, colesterol 0.744 70.67 0.36 0.88
RandomSubSpace (2) talla, colesterol 0.75 76.00 0.32 0.98
lari o
NaiveBayes (3) escolaridad, contaminacion, 4 00 ¢ 5 0.32 0.98
colesterol
NaiveBayesUpdateable (3) escolaridad, contaminacion, g 00 ¢ 59 0.32 0.98
colesterol
SDG (6) contaminacion, talla, IMCMat, 0.63 73.33 0.32 0.94

totCesareas, plaquetas, colesterol
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Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
MultiClassClassifierUpdateable (6) contaminacion, talla, IMCMat, 0.63 73.33 0.32 0.94
totCesareas, plaquetas, colesterol
Jrip (2) talla, anemia 0.606 73.33 0.32 0.94
HoeffdingTree (1) colesterol 0.63 72.00 0.28 0.94
MultilayerPerceptron (1) colesterol 0.552 74.67 0.24 1
SimpleLogistic (1) colesterol 0.535 74.67 0.24 1
Logistic (1) colesterol 0.532 74.67 0.24 1
MultiClassClassifier (1) colesterol 0.532 74.67 0.24 1
LMT (3) contaminacion, TAS, totCesareas, 0.524 74.67 024 1
colesterol
DecisionStump (1) colesterol 0.522 74.67 0.24 1
PART (3) peso, IMCMat, colesterol 0.614 73.33 0.24 0.98
AttributSelectedClassifier (1) colesterol 0.53 70.67 0.2 0.96
REPTree (2) antFamDm?2, colesterol 0.564 69.33 0.2 0.94
DecisionTable (1) colesterol 0.526 72.00 0.16 1
ClassificationViaRegression (3) edad, anemia, colesterol 0.464 72.00 0.16 1
SMO (1) colesterol 0.5 66.67 0 1
FilteredClassifier (1) colesterol 0.454 66.67 0 1
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Rendimiento de los 35 algoritmos con 20 variables con un total de 52 instancias

positivas y 86 negativas con seleccion de atributos, para la comorbilidad de

preeclampsia, ver tabla 4.6.

Rendimiento utilizando 20 variables para la comorbilidad de Preeclampsia

Clasificador Sensibilidad  Especificidad ROC  Exactitud
RandomForest 0.865 0.965 0.917 0.93
Bagging 0.846 0.965 0.907 0.92
IterativeClassifierOptimizer 0.846 0.953 0.902 0.91
RandomCommitte 0.846 0.895 0.908 0.88
OneR 0.846 0.965 0.906 0.92
AttributSelectedClassifier 0.827 0.965 0.865 0.91
FilteredClassifier 0.827 0.965 0.845 0.91
LogitBoost 0.827 0.965 0.925 0.91
RandomTree 0.827 0.779 0.803 0.80
REPTree 0.827 0.965 0.894 0.91
BayesNet 0.808 0.907 0.862 0.87
Simplelogistic 0.808 0.942 0.922 0.89
AdaBoostM1 0.808 0.953 0.931 0.90
DecisionTable 0.808 0.942 0.875 0.89
JRip 0.808 0.953 0.855 0.90
DecisionStump 0.808 0.965 0.852 0.91
LMT 0.808 0.942 0.922 0.89
NaiveBayes 0.788 0.919 0.911 0.87
NaiveBayesUpdateable 0.788 0.919 0.911 0.87
Logistic 0.788 0.907 0.885 0.86
SDG 0.788 0.907 0.848 0.86
LWL 0.788 0.965 0.872 0.90
MultiClassClassifier 0.788 0.907 0.885 0.86
MultiClassClassifierUpdateable 0.788 0.907 0.848 0.86
148 0.788 0.919 0.858 0.87
SMO 0.769 0.942 0.856 0.88
PART 0.769 0.895 0.841 0.85
ClassificationViaRegression 0.75 0.988 0.933 0.90
RandomSubSpace 0.731 0.965 0.933 0.88
MultilayerPerceptron 0.712 0.907 0.891 0.83
HoeffdingTree 0.712 0.919 0.895 0.84
Kstar 0.637 0.907 0.845 0.82
RandomizableFilteredClassifier 0.635 0.895 0.773 0.80
IBK 0.442 0.837 0.646 0.69
VotedPerceptron 0.385 0.884 0.733 0.70
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Rendimiento de los 35 algoritmos con las siguientes caracteristicas; se utilizaron 20 variables, 52 instancias positivas y 86 negativas
con seleccion de atributos. Para esta prueba se utilizaron las variables TAS y TAD, anteriores pruebas se noté que son variables
determinantes en la clasificacion. Como se puede ver, utilizando tan solo 20 variables y aplicando seleccion de caracteristicas se
obtienen excelentes resultados, el algoritmo IBK utiliza la variable TAS vy el total de cesareas para clasificar correctamente, obtiene

un valor de sensibilidad de 0.885, un resultado muy aceptable, ver tabla 4.7.

Rendimiento utilizando 20 variables para la comorbilidad de Preeclampsia.

Clasificador Atributos (Factores de riesgo) ROC  Exactitud Sensibilidad Especificidad
IBK (2) TAS, totCesareas 0.91 0.92 0.885 0.942
RandomCommitte (2) TAS, totCesareas 0.92 0.92 0.885 0.942
Ra”d°m'Zab'e(Fz'I)terEdC'ass'f'er TAS, totCesareas 0.93 0.5 0.885 0.942
RandomTree (2) TAS, totCesareas 0.92 0.92 0.885 0.942
NaiveBayes (2) TAS, antFamHta 0.93 0.91 0.846 0.953
NaiveBayesUpdateable (2) antFamHta, TAS 0.93 0.91 0.846 0.953
Logistic (2) TAS, glucosa 0.94 0.92 0.846 0.965
MultilayerPerceptron (1) TAS 0.92 0.92 0.846 0.965
SDG (1) TAS 0.91 0.92 0.846 0.965
SimpleLogistic (1) TAS 0.93 0.92 0.846 0.965
Kstar (3) contaminacion, TAS, totGestas 0.94 0.93 0.846 0.977
AdaBoostM1 (3) edad, TAS, TAD 0.92 0.93 0.846 0.977
Bagging (2) TAS, TAD 0.92 0.92 0.846 0.965
IterativeClassifierOptimizer (1) TAS 0.92 0.92 0.846 0.965
LogitBoost (1) TAS 0.93 0.846 0.965

0.92

MultiClassClassifier (2) TAS, glucosa 0.94 0.92 0.846 0.965
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Clasificador Atributos (Factores de riesgo) ROC  Exactitud Sensibilidad Especificidad
MultiClassClassifierUpdateable
(1) TAS 0.91 0.92 0.846 0.965
OneR (1) TAS 0.91 0.92 0.846 0.965
HoeffdingTree (1) TAS 0.92 091 0.846 0.953
LMT (1) TAS 0.93 0.92 0.846 0.965
RandomForest (1) TAS 0.91 0.91 0.846 0.953
148 (2) TAS, TAD 0.86 0.91 0.827 0.965
REPTree (3) antFamHta, peso, TAS 0.91 0.91 0.827 0.953
BayesNet (1) TAS 0.85 0.91 0.808 0.965
escolaridad, antFamHta,
LWL (4) contaminacion, TAS 0.88 0.91 0.808 0.977
FilteredClassifier (1) TAS 0.85 0.91 0.808 0.965
RandomSubSpace (1) TAS 0.87 0.91 0.808 0.965
DecisionTable (1) TAS 0.86 0.91 0.808 0.965
. parenFamDm2, parenFamHta,
Irip (4) IMCMat, TAS 0.86 0.91 0.808 0.965
PART (1) TAS 0.85 0.91 0.808 0.965
DecisionStump (1) TAS 0.85 0.91 0.808 0.965
AttributSelectedClassifier (1) TAS 0.85 0.91 0.8 0.965
SMO (3) TAS, TAD, glucosa 0.89 0.92 0.788 1

ClassificationViaRegression (3) peso, TAS, TAD 0.95 0.89 0.731 0.988
VotedPerceptron (3) escolaridad, talla, totGestas  0.64 0.67 0.346 0.872
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Rendimiento de los 35 algoritmos utilizando 37 variables, 53 instancias positivas y 67

negativas sin seleccion de atributos. Las variables TAS y TAD son determinantes, por

lo tanto, con esta prueba se busca observar cuales son los resultados que se obtienen

si se omiten dichas variables.

Tabla 4.8 Resultados con 37 variables para la comorbilidad de Preeclampisa

Clasificador Sensibilidad Especificidad ROC Exactitud
DecisionTable 0.774 0.672 0.701 0.72
FilteredClassifier 0.755 0.657 0.681 0.70
OneR 0.717 0.746 0.732 0.73
LWL 0.698 0.742 0.765 0.72
IterativeClassifierOptimizer 0.698 0.716 0.679 0.71
RandomCommitte 0.679 0.761 0.787 0.73
J Rip 0.679 0.612 0.666 0.64
RandomizableFilteredClassifier 0.66 0.866 0.763 0.78
ClassificationViaRegression 0.66 0.821 0.818 0.75
PART 0.66 0.761 0.707 0.72
MultilayerPerceptron 0.66 0.746 0.705 0.71
148 0.642 0.701 0.722 0.68
RandomForest 0.623 0.776 0.79 0.71
Logistic 0.623 0.776 0.696 0.71
MultiClassClassifier 0.623 0.776 0.696 0.71
RandomTree 0.604 0.716 0.66 0.67
LMT 0.585 0.746 0.715 0.68
SimpleLogistic 0.566 0.701 0.713 0.64
RandomSubSpace 0.547 0.776 0.747 0.68
AdaBoostM1 0.547 0.776 0.721 0.68
BayesNet 0.547 0.746 0.723 0.66
REPTree 0.547 0.627 0.589 0.59
NaiveBayes 0.528 0.851 0.809 0.71
NaiveBayesUpdateable 0.528 0.851 0.809 0.71
LogitBoost 0.528 0.731 0.718 0.64
AttributSelectedClassifier 0.528 0.657 0.615 0.60
HoeffdingTree 0.509 0.866 0.804 0.71
Bagging 0.509 0.821 0.703 0.68
IBK 0.472 0.866 0.663 0.69
DecisionStump 0.472 0.776 0.629 0.64
SDG 0.472 0.701 0.587 0.60
MultiClassClassifierUpdateable 0.472 0.701 0.587 0.60
SMO 0.453 0.806 0.629 0.65
VotedPerceptron 0.321 0.97 0.664 0.68
Kstar 0.321 0.896 0.628 0.64
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Rendimiento de 37 variables y 35 algoritmos con un total de 53 instancias positivas y 67 negativas con seleccion de atributos.

Rendimiento utilizando 37 variables para la comorbilidad de Preeclampsia

Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
escolaridad, cmhbc, rdw,
RandomForest (7) plaquetas, vpm, acidoUri, 0.84 0.82 0.736 0.881
trigliceridos

escolaridad, contaminacion,
NaiveBayesUpdateable (10) ' McMat, totGestas, totCesareas, 0.83 0.81 0.717 0.881

neutrofilo, linfocito, glucosa,

urea, acidoUri

antFamHta, contaminacion,

RandomCommitte (9) totGestas, totPartos, rdw, - 0.83 0.77 0.736 0.791
plaquetas, neutrofilo, acidoUri,
colesterol
LMT (4) antFamtita, totPartos, glucosa, 0.82 0.78 0.792 0.776
acidoUri
MultilayerPerceptron (6) totGestas, hematocrito, vgm, 0.82 0.81 0.755 0.851
cmhboc, glucosa, acidoUri

escolaridad, contaminacion,

HoeffdingTree (10) IMCMat, totGestas, totPartos, 0.81 0.82 0.698 0.91
plaquetas, neutrofilo, glucosa,
urea, acidoUri

LogitBoost (3) totPartos, urea, acidoUri 0.8 0.78 0.755 0.791
Kstar (2) totPartos, acidoUri 0.77 0.77 0.755 0.776
AdaBoostM1 (2) acidoUri, colesterol 0.77 0.75 0.755 0.746
ClassificationViaRegression (3) glucosa, creatinina, acidoUri 0.76 0.76 0.792 0.731
Bagging (3) parenFamDm2, IMCMat, acidoUri 0.75 0.72 0.698 0.731
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Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad
antFamDm2, contaminacion,
148 (6) totPartos, plaquetas, acidoUri, 0.75 0.78 0.736 0.821
trigliceridos
BayesNet (2) acidoUri, trigliceridos 0.74 0.74 0.811 0.687
0.687
IterativeClassifierOptimizer (2) antFamHta, acidoUri 0.74 0.74 0.811
FilteredClassifier (2) acidoUri, trigliceridos 0.74 0.74 0.811 0.687
RandomSubSpace (1) acidoUri 0.74 0.73 0.736 0.716
OneR (1) acidoUri 0.73 0.73 0.717 0.746
totGestas, totCesareas,
SMO (6) hematocrito, neutrofilo, linfocito, 0.73 0.76 0.509 0.955
colesterol
LWL (3) totGestas, acidoUri, colesterol 0.73 0.77 0.811 0.731
DecisionTable (2) acidoUri, trigliceridos 0.73 0.74 0.811 0.687
REPTree (3) parenFamDm2, rdw, acidoUri 0.72 0.73 0.736 0.731
PART (3) totPartos, acidoUri, colesterol 0.72 0.78 0.774 0.791
Jrip (2) antFamHta, acidoUri 0.72 0.74 0.792 0.701
NaiveBayes (2) acidoUri, trigliceridos 0.72 0.64 0.358 0.866
AttributSelectedClassifier (1) acidoUri 0.71 0.71 0.736 0.687
SDG (4) totGestas, vpm, neutrofilo, 0.71 0.73 0.509 0.91
colesterol
MultiClassClassifierUpdateable totGestas, vpm, neutrofilo, 0.71 0.73 0.509 0.91
(4) colesterol
RandomTree (5) antFamHta, totGestas, totPartos, 0.7 0.71 0.66 0.746
cmhbc, acidoUri, bun
IBK (2) antFamHta, totGestas 0.67 0.73 0.528 0.881

120



RandomizableFilteredClassifier

(2) antFamHta, totGestas 0.67 0.73 0.528 0.881
Clasificador Atributos (Factores de riesgo) ROC Exactitud Sensibilidad Especificidad

VotedPerceptron (7) edad, totGestas, vpm, linfocito, 0.66 0.65 0.226 0.985

glucosa, bun, colesterol

DecisionStump (1) acidoUri 0.66 0.72 0.679 0.746

Simplelogistic (1) totGestas 0.57 0.68 0.377 0.925

Logistic (2) totGestas, basofilo 0.55 0.67 0.377 0.896

MultiClassClassifier (2) totGestas, basofilo 0.55 0.67 0.377 0.896
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Se realizaron diversas pruebas buscando los mejores resultados y tratando de evitar
en lo posible aquellas variables que de alguna manera representen una induccion a la
clase. La siguiente prueba consta de la siguiente configuracién: se utilizaron 37
variables, dos variables menos (TAS y TAD), 35 algoritmos con un total de 53
instancias positivas y 86 negativas sin seleccion de atributos para la comorbilidad de

Preeclampsia.

Rendimiento de los algoritmos sin las variables TAS y TAD y con desbalanceo de clases sin

seleccion de caracteristicas para Preeclampsia

Clasificador Sensibilidad Especificidad ROC Exactitud
DecisionTable 0.736 0.709 0.707 0.72
FilteredClassifier 0.679 0.767 0.67 0.73
DecisionStump 0.679 0.779 0.656 0.74
LWL 0.642 0.756 0.715 0.71
AttributSelectedClassifier 0.642 0.756 0.683 0.71
J Rip 0.623 0.802 0.676 0.73
BayesNet 0.604 0.767 0.675 0.71
Logistic 0.604 0.721 0.663 0.68
MultiClassClassifier 0.604 0.721 0.663 0.68
148 0.566 0.814 0.696 0.72
MultilayerPerceptron 0.566 0.767 0.692 0.69
RandomCommitte 0.547 0.779 0.691 0.69
RandomTree 0.547 0.791 0.669 0.70
RandomSubSpace 0.528 0.86 0.743 0.73
ClassificationViaRegression 0.528 0.884 0.741 0.75
LogitBoost 0.528 0.802 0.712 0.70
LMT 0.528 0.837 0.701 0.72
AdaBoostM1 0.528 0.756 0.698 0.67
IterativeClassifierOptimizer 0.528 0.802 0.653 0.70
PART 0.528 0.733 0.61 0.65
Bagging 0.509 0.919 0.755 0.76
RandomForest 0.509 0.919 0.752 0.76
SimpleLogistic 0.509 0.814 0.682 0.70
SDG 0.491 0.814 0.652 0.69
MultiClassClassifierUpdateable 0.491 0.814 0.652 0.69
SMO 0.415 0.919 0.667 0.73
IBK 0.415 0.907 0.667 0.72
RandomizableFilteredClassifier 0.415 0.779 0.593 0.64
OneR 0.396 0.802 0.599 0.65
REPTree 0.358 0.93 0.673 0.71
Kstar 0.358 0.953 0.648 0.73
NaiveBayes 0.321 0.872 0.716 0.66
NaiveBayesUpdateable 0.321 0.872 0.716 0.66
HoeffdingTree 0.189 0.942 0.636 0.65

122



VotedPerceptron 0.094 0.872 0.604 0.58
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Rendimiento de los 35 algoritmos, se utilizaron 37 variables con un total de 53 instancias positivas y 86 negativas aplicando técnicas

de seleccion de caracteristicas para la comorbilidad de Preeclampsia

Rendimiento de los algoritmos con 37 variables y seleccién de caracteristicas para la comorbilidad de Preeclampsia

Clasificador Atributos (Factores de riesgo) ROC Sensibilidad Especificidad Exactitud
BayesNet (1) acidoUri 0.656 0.679 0.779 0.74
LWL (3) totCesareas, leucocitos, acidoUri 0.719 0.679 0.767 0.73
ClassificationViaRegressio antFamDm?2, hematocrito, acidoUri, 0.724 0.679 0.791 0.75

n(4) colesterol

FilteredClassifier (1) acidoUri 0.656 0.679 0.779 0.74
IterativeCIarsg)ierOptimize eritrocitos, eosinofilo, acidoUri 0.715 0.679 0.779 0.74
DecisionTable (1) acidoUri 0.679 0.679 0.779 0.74
Jrip (3) acidoUri 0.656 0.679 0.779 0.74
DecisionStump (1) acidoUri 0.656 0.679 0.779 0.74
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Clasificador Atributos (Factores de riesgo) ROC Sensibilidad Especificidad Exactitud

AdaBoostM1 (3) antFamDm?2, IMCMat, acidoUri 0.734 0.66 0.779 0.73

Kstar (3) antFamDm?2, totPartos, acidoUri 0.762 0.642 0.849 0.77

antFamDm2, parenFamDm?2,
LogitBoost (8) antFamHta, totCesareas, totPartos, 0.795 0.642 0.884 0.79
cmhb, cmmhbc, acidoUri

REPTree (3) vpm, acidoUri, colesterol 0.665 0.623 0.802 0.73
Attrib“tseliit)edaassmer acidoUri 0.634 0.604 0.767 0.71
OneR (1) acidoUri 0.715 0.604 0.826 0.74

LMT (7) a”tFjgmmF"t;'nt:;’cfrf;EiS; tc?;ﬁzcr’irtos' 0.813 0.604 0.884 0.78
MultilayerPerceptron (3) vgm, neutrofilo, acidoUri 0.712 0.566 0.791 0.71
Bagging (5) edad, antFamHta, contaminacion, 0.764 0.566 0.849 0.74

plaquetas, acidoUri
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Clasificador Atributos (Factores de riesgo) ROC Sensibilidad Especificidad Exactitud

antFamDm2, contaminacion,

Logistic (8) totGestas, totPartos, neutrofilo, 0.738 0.528 0.872 0.74
monocito, gSangre, glucosa
antFamDm2, contaminacion,

MultiClassClassifier (8) totGestas, totPartos, neutrofilo, 0.738 0.528 0.872 0.74
monocito, gSangre, glucosa

RandomSubSpace (3) escolaridad, rdw, acidoUri 0.74 0.528 0.872 0.74

148 (5) rdw, gangre, urea, acidouri, 0.619 0.509 0.895 0.75

triglicerido
PART (5) vgm, rdw, vpm, neutrofilo, acidoUri 0.63 0.491 0.919 0.76
HoeffdingTree (6) antfambma2, totCesareas, totPartos, 0.756 0.472 0.942 0.76
rdw, neutrofilo, urea
RandomCommitte (2) totGestas, totPartos 0.633 0.396 0.93 0.73
RandomizableFilteredClas totGestas, totPartos 0.635 0.396 0.93 0.73
sifier (2)
RandomTree (2) totGestas, totPartos 0.633 0.396 0.93 0.73
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Clasificador Atributos (Factores de riesgo) ROC Sensibilidad Especificidad Exactitud

parenFamDm2, talla, totGestas,

NaiveBayes (5) totCesareas, totPartos 0.654 0.377 0.953 0.73
NaiveBayesUpdateable (5) pare:g:crstaTeza'st’at'ft’;;rtti?tas’ 0.654 0.377 0.953 0.73
IBK (2) totGestas, totPartos 0.62 0.377 0.93 0.72
RandomForest (2) totGestas, totPartos 0.63 0.358 0.953 0.73
SDG (4) IMCMat, totCesareas, cmhb, acidoUri 0.643 0.321 0.965 0.72
SimpleLogistic (4) pare”Famsz';fbeStas' totPartos, 0.613 0.321 0.942 0.71
MultiClassClassifierUpdat |, 1.+ totcesareas, cmhb, acidoUri  0.643 0.321 0.965 0.72

eable (4)
VotedPerceptron (3) antFamHta, totGestas, rdw 0.591 0.075 0.988 0.64
SMO (1) 0 0 0 0 0.00
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